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บทคัดยอ 
 

จํานวนเว็บเพจที่มากขึ้นบนโลกอินเทอรเน็ตสงผลใหการสืบคนเอกสารที่ตรง
กับความตองการของผูใชมีประสิทธิภาพลดลง การจําแนกเว็บเพจเปนแนวทางหนึ่งในการ
แกปญหานี้ วิทยานิพนธน้ีไดนําเสนอแนวคิดใหมในการจําแนกประเภทเว็บเพจ โดยสราง
แบบจําลองการจําแนกประเภทเว็บเพจโดยการใหคะแนนเสียงและซัพพอรตเวกเตอรแมชชีน 
(Web Page Classification Using Voting Algorithm and Multi-Class Support Vector 
Machine: WPC_VAMSVM) และพัฒนาโปรแกรมสําหรับจําแนกประเภทเว็บเพจโดยใช Visual 
C#.Net สําหรับเตรียมขอมูลเว็บเพจ ซ่ึงสรางลักษณะเฉพาะ ทํางานรวมกับโปรแกรม WEKA 
แบบ Command Line Interface สําหรับลดขนาดลักษณะเฉพาะ และโปรแกรม MATLAB 
สําหรับจําแนกประเภทและใหคะแนนเสียงเว็บเพจ ขั้นตอนการทํางานประกอบดวย 4 ขั้นตอน
คือ 1) การเตรียมขอมูลเว็บเพจ 2) การสรางลักษณะเฉพาะ 3) การลดขนาดลักษณะเฉพาะ    
4) การจําแนกประเภทและการใหคะแนนเสียง ผลการทดลองโดยใชชุดขอมูลมาตรฐานจาก 
CMU พบวาการใชลักษณะเฉพาะจากขอความและหัวเรื่องรวมกับอัลกอริทึมการใหคะแนนเสียง
แบบ 1vsAll_Voting ใหคาความถูกตองสูงที่สุด 
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ABSTRACT 
 

The increasing numbers of web pages on the cyber world result to the 
less effectiveness of document retrieval that matches the need of users. The 
classification of web pages is one of the solutions to solve this problem. This thesis 
proposes new idea for the web page classification by using feature reduction and 
Support Vector Machine. The model of Web Page Classification Using Voting Algorithm 
and Multi-Class Support Vector Machine (WPC_VAMSVM) has been constructed and 
developed for the web page classification. Visual C#.Net is used for programming in 
order to web page preprocessing process, Command Line Interface of WEKA is used 
for feature reduction process, and MATLAB is used for classification and voting process. 
The model of web page classification composes of 4 steps; step 1) web page 
preprocessing, step 2) feature generation, step 3) feature selection, and step              
4) classification and new voting technique. The experimental result with the CMU 
benchmark dataset show that using text and title feature with 1vsAll_Voting algorithm 
gives the highest F-measure value. 
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5.33 คา F-measure อัลกอริทึมการใหคะแนนเสียง CS และ GR การทดลอง B…. 69 
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บทที่ 1 
 

บทนํา 
 

เทคโนโลยีทางดานอินเทอรเน็ตเติบโตอยางรวดเร็ว เว็บเพจถูกสรางขึ้นจํานวน
มากเพื่อตอบสนองวัตถุประสงคที่แตกตางกัน สงผลใหเกิดขอมูลสารสนเทศที่หลากหลายและมี
ปริมาณมากตามไปดวย ทําใหเกิดคําถามที่วาเราจะสามารถหาสารสนเทศที่เปนประโยชนจาก
เว็บเพจมากมายเหลานี้ไดอยางไร คําถามนี้เปนปญหาที่ไดรับการถกเถียงกันในวงกวาง โดย
พบวาวิธีหน่ึงที่จะตอบปญหานี้คือ การจําแนกประเภทของเว็บเพจใหมีความถูกตอง (Chen and 
Huang, 2004) 
  การจําแนกประเภทของเว็บเพจเปนแนวทางหนึ่งที่นํามาชวย เพ่ือใหเกิด
ประโยชนสูงสุดสําหรับขอมูลที่มีอยูบนอินเทอรเน็ต ซ่ึงหากมีการจําแนกประเภทของขอมูลและ
จัดกลุมเว็บเพจไวแลวแบบอัตโนมัติ จะทําใหเราสามารถสืบคนขอมูลจากเว็บเพจไดถูกตองและ
รวดเร็วยิ่งขึ้น 
  อยางไรก็ตาม ถึงแมวาการจําแนกประเภทเว็บเพจไดใหประสิทธิภาพที่ดี แต
เว็บเพจประกอบดวยตัวอักษรซึ่งมีความยาวที่แตกตางกันจํานวนมาก สงผลใหขนาดของ
ลักษณะเฉพาะของขอมูลเขา (Input Feature) มีขนาดใหญตามไปดวย สิ่งน้ีเปนอุปสรรคในการ
จําแนกประเภท การลดขนาดลักษณะเฉพาะของขอมูลเขา (Feature Reduction) จึงเปน
แนวทางหนึ่งในการแกปญหาดังกลาว โดยมีจุดมุงหมายเพื่อลดความซับซอนของระบบและเพิ่ม
ประสิทธิภาพของการจําแนกประเภท 
  การทําใหคาน้ําหนักคํา (Word Weighting) เปนการสรางตัวแทนเนื้อหาของ
เอกสาร เพ่ือใหอยูในรูปแบบที่คอมพิวเตอรสามารถเรียนรูได ซ่ึงตัวแทนของเอกสารมักจะอยูใน
รูปของเวกเตอรของน้ําหนักคํา เชน Boolean, TF-IDF และ TFC เปนตน 

เว็บเพจที่มีจํานวนลักษณะเฉพาะ (Feature) จํานวนมาก จะสงผลตอ
ประสิทธิภาพของการจําแนกหมวดหมูเว็บเพจ เน่ืองจากอัลกอริทึมที่ใชในการเรียนรูเพ่ือสราง
ตัวจําแนกหมวดหมูโดยทั่วไปไมสามารถรองรับการทํางานกับจํานวนลักษณะเฉพาะของเอกสาร
ที่สูงมากไดดี การลดขนาดลักษณะเฉพาะจึงเปนขั้นตอนหนึ่งที่ตองทํากอนการสรางตัวจําแนก
เอกสาร หลักการของซัพพอรตเวกเตอรแมชชีน (Support Vector Machine: SVM) คือการสราง
สมการเสนตรงเพื่อแบงเขตขอมูล 2 กลุมออกจากกันโดย SVM จะพยายามสรางเสนแบงตรง
กึ่งกลางระหวางกลุมใหมีระยะหางระหวางขอบเขตของทั้งสองกลุมมากที่สุด SVM จะใชฟงกชั่น
แม็ปสําหรับยายขอมูลจาก Input Space ไปยัง Feature Space และสรางฟงกชั่นวัดความคลาย
ที่เรียกวา Kernel Function บน Feature Space 
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งานวิจัยน้ีไดใชเทคนิคการลดขนาดลักษณะเฉพาะและใชเทคนิคซัพพอรต
เวกเตอรแมชชีนรวมกับอัลกอริทึมการใหคะแนนเสียงมาสรางแบบจําลอง และพัฒนาโปรแกรม
สําหรับจําแนกประเภทเว็บเพจ เพ่ือใหไดผลการจําแนกประเภทที่ถูกตองมากยิ่งขึ้น 

 

1.1 การตรวจเอกสาร 
  เทคนิคที่ใชในการสรางแบบจําลองสําหรับจําแนกประเภทเว็บเพจ คือ การให
นํ้าหนักคํา (Word Weighting) เทคนิคการลดขนาดลักษณะเฉพาะ (Feature Reduction)      
ซัพพอรตเวกเตอรแมชชีน (Support Vector Machine) และการใหคะแนนเสียง (Voting) ดัง
รายละเอียดตอไปน้ี 

1.1.1 การใหนํ้าหนักคํา (Word Weighting) 
การใหนํ้าหนักคํา (Word Weighting) เปนการสรางตัวแทนของเนื้อหาของ

เอกสาร สําหรับใชในกระบวนการเรียนรู ลักษณะของตัวแทนเอกสารอยูในรูปแบบเวกเตอรของ
นํ้าหนักคํา ตัวอยางวิธีการใหนํ้าหนักคํา (วัลลภ, 2548) เชน TF-IDF (Term Frequency-
Inverse Document Frequency) เปนวิธีที่คํานวณน้ําหนักจากความถี่ของการปรากฏของคําใน
เอกสาร และพิจารณาความถี่ของคํานั้น ๆ ที่ปรากฏในเอกสารอื่นรวมดวย โดยมีแนวคิดวา คําที่
ปรากฏในเอกสารนอยฉบับ จะมีคาน้ําหนักสูง สวนคําที่ปรากฏในเอกสารหลายฉบับจะมีคา
นํ้าหนักต่ํา เน่ืองจากเปนคําที่ไมแสดงถึงลักษณะเฉพาะของเอกสารนั้น TFC Weighting (Term 
Frequency -Cosine)  เปนวิธีคํานวณที่คลายกับ TF-IDF แตจะมีการพิจารณาจํานวนคําที่
แตกตางกันในแตละเอกสารรวมดวย จึงนําคา Cosine Normalization เพ่ือปรับมาตรฐานใหทุก
เอกสารมีจํานวนคําเทากัน LTC Weighting (Log-TF-IDF-Cosine) เปนวิธีที่คํานวณน้ําหนักที่
คลายกับวิธี TFC แตจะมีการพิจารณาความถี่ที่มีคาตางกันมาก โดยการใชฟงกชัน log เขามา
เพ่ือปรับความแตกตาง Boolean Weighting เปนวิธีที่คํานวณน้ําหนักการปรากฏของคําที่อยูใน
เอกสาร ถามีคําที่พิจารณาปรากฏอยูในเอกสารตั้งแต 1 ครั้งขึ้นไป จะใหคาน้ําหนักเปน 1 ถาคํา
ดังกลาว ไมปรากฏอยูในเอกสารจะใหคาน้ําหนักเปน 0 คาน้ําหนักนี้เรียกอีกอยางวา คา
คุณลักษณะความจริง (Boolean Feature) ซ่ึงมีคาเปนไบนารี Word Frequency Weighting 
เปนวิธีที่คํานวณน้ําหนักการปรากฏของคําที่พิจารณา ปรากฏอยูในเอกสารนั้น ๆ โดยตรง 

 
1.1.2 การลดขนาดลักษณะเฉพาะ (Feature Reduction) 
การลดขนาดลักษณะเฉพาะ (Feature Reduction) เปนการลดขนาดของขอมูล

ที่ไมจําเปนออกเพ่ือเพ่ิมความถูกตองของการจําแนกประเภท เอกสารที่มีจํานวนลักษณะเฉพาะ
มาก จะสงผลตอประสิทธิภาพของการจําแนก เน่ืองจากวิธีการที่ใชในการเรียนรูเพ่ือสรางตัว
จําแนกไมสามารถรับรองการทํางานกับจํานวนลักษณะของเอกสารที่สูงมากไดดี ตัวอยาง
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เทคนิคของการเลือกลักษณะเฉพาะ เชน ReliefF ใชการประเมินคาความแตกตางของ
ลักษณะเฉพาะกับตัวอยางใกลเคียง (K nearest Neighbors) ในคลาสเดียวกันหรือตางคลาสกัน
จํานวน K ตัว ถาคาความแตกตางเปน 1 แสดงวามีความแตกตางกันมาก ถาคาที่ไดเปน 0 จะมี
ความเหมือนกันมาก งานวิจัยที่ใชหลักการนี้เชน งานวิจัยดานการทําเหมืองขอมูล (Huang et 
al., 2004; Symeonidis et al., 2007; Xin J. et al., 2007) Information Gain ใชการประเมินคา
ของลักษณะเฉพาะโดยวัดจากคา Information Gain ซ่ึงเปนวิธีที่งายและรวดเร็ว งานวิจัยที่ใช
หลักการนี้ เชน งานวิจัยดานการทําเหมืองขอมูลโดยฐานขอมูล UCI ประกอบดวยฐานขอมูล
ยอย 9 ฐานขอมูล (Huang et al., 2004) Gain Ratio ใชการประเมินคาของลักษณะเฉพาะโดย
วัดคา Gain Ratio ใหกับคลาสนั้น ๆ ซ่ึงเปนวิธีที่งายและรวดเร็ว งานวิจัยที่ใชหลักการนี้ เชน 
การระบุเสียงพูดใชฐานขอมูลเสียง 2001 NIST SRE (Ganchev et al., 2006) Chi Square ใช
การประเมินคาของลักษณะเฉพาะโดยวัดคา Chi-Square ทางสถิติ งานวิจัยที่ใชหลักการนี้ เชน 
งานวิจัยดานชีวสารสนเทศ (Koh and Wong, 2007) 

 
1.1.3 ซัพพอรตเวกเตอรแมชชีน (Support Vector Machine) 
ซัพพอรตเวกเตอรแมชชีน (Gunn, S. R., 1998) ถูกออกแบบมาเพื่อแกปญหา

การจําแนกประเภทแบบไบนารี หลักการของ SVM คือการสรางสมการเสนตรงเพ่ือแบงเขต
ขอมูล 2 กลุมออกจากกันโดย SVM จะพยายามสรางเสนแบงตรงกึ่งกลางระหวางกลุมใหมี
ระยะหางระหวางขอบเขตของทั้งสองกลุมมากที่สุด SVM จะใชฟงกชั่นแม็ปสําหรับยายขอมูล
จาก Input Space ไปยัง Feature Space และสรางฟงกชั่นวัดความคลายที่เรียกวา Kernel 
Function บน Feature Space งานวิจัยที่ใชซัพพอรตเวกเตอรแมชชีนมาใชในการจําแนก
ประเภทเว็บเพจ เชน การสกัดลักษณะเฉพาะจากเว็บเพจโดยใช SVM เพ่ือประเมินประสิทธิผล
ของการจําแนกประเภทเว็บเพจ ดวยเคอรแนลฟงกชัน (Kernel Function) ที่ตางกัน (Xue et 
al., 2006) Multi-Class Support Vector Machine เปนวิธีการที่ใชเพ่ือแกปญหาการจําแนก
ประเภทที่มีจํานวนคลาสมากกวาสองได ซ่ึงมีวิธีการดังน้ี 

- 1vsAll (One-against-all) เปนวิธีการที่งายที่สุดในการทํามัลติคลาส (Multi-
Class) เม่ือทําการจําแนกจํานวน M คลาส แตละคลาสตองทําการเปรียบเทียบคา discriminant 
function ดวยจํานวน M-1 คลาส โดยคลาสที่มีคา discriminant function มากที่สุด จะถูกเลือก
เปนผลลัพธสําหรับการจําแนกประเภท  

- 1vs1 (One-against-one) เปนอีกวิธีการหนึ่งในการทํามัลติคลาส (Multi-
Class) ที่ตั้งอยูบนหลักการของไบนารี เม่ือทําการจําแนกจํานวน M คลาส ตองทําการ
เปรียบเทียบคา discriminant function ระหวางหนึ่งคลาสตอหน่ึงคลาส ดวยจํานวน M(M-1)/2 
คลาส โดยคลาสที่มีคา discriminant function มากกวา จะถูกเลือกเปนผลลัพธ คลาสที่มีจํานวน
การถูกเลือกมากที่สุดจะเปนผลลัพธของการจําแนกประเภท แตหากมีคลาสที่เปนผลลัพธ
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มากกวา 1 คลาส จะพิจารณาจากผลรวมของคาสัมประสิทธิ์ของ discriminant function ที่
มากกวา 

- Directed Acyclic Graphs SVM (DAGSVM) เปนวิธีการที่ใชหลักการของ 
One-against-one แตวิธีน้ีจะใชการเปรียบเทียบเพียง M-1 ครั้งเทานั้น โดยมีโหนดภายใน
จํานวน M(M-1)/2 และโหนดใบ M จํานวน การเปรียบเทียบจะเปรียบเทียบระหวางหนึ่งคลาสตอ
หน่ึงคลาสโดยจะไมสนใจคลาสอื่นที่เหลือ ผลลัพธที่ไดจะดําเนินตามดานซายหรือขวาของโหนด
ซ่ึงขึ้นอยูกับผลลัพธของการเปรียบเทียบในครั้งนั้น ๆ เม่ือเสนทางการเปรียบเทียบพบโหนดใบ
ใด ก็จะถือวาคลาสนั้นเปนผลลัพธของการจําแนกประเภท 

 
1.1.4 การใหคะแนนเสียง (Voting) 
การใหคะแนนเสียงเปนวิธีการในการเพิ่มประสิทธิภาพของการจําแนกประเภท 

โดยนําผลลัพธที่ไดจากการจําแนกประเภทกอนหนาซึ่งมาจาก 2 วิธีการหรือมากกวานั้น มาให

คะแนนเสียงของผลลัพธแลวเลือกคําตอบของการจําแนกประเภทตามวิธีการหรืออัลกอริทึมของ

วิธีการใหคะแนนเสียงที่นําเสนอ งานวิจัยที่ใชหลักการนี้ เชน มีการนําผลลัพธที่ไดจากการ

จําแนกดวย SVM โดยมีลักษณะเฉพาะสองชนิดคือ ลักษณะของคียเวิรด และลักษณะของ

ขอความ ผานอัลกอริทึมการใหคะแนนเสียงเพ่ือเพ่ิมประสิทธิภาพของการจําแนกประเภทของ

เว็บเพจ (Rung-Ching and Chung-Hsun, 2006) มีวิธีการใหคะแนนเสียง จากผลลัพธที่ไดจาก

การจําแนกดวย SVM โดยมีลักษณะเฉพาะที่แตกตางกัน 5 ชนิดคือ 1) Text 2) Title+Heading 

3) URL+Anchor 4) Title +Heading+URL+ Anchor+Text 5) Title+Heading+URL+Anchor 

โดยถือวาถาการจําแนกทั้ง 5 วิธี ยอมรับวาเปนคลาสนั้น ก็จะใหผลลัพธของการจําแนกคือคลาส

ดังกลาว (Rui F. et. al, 2006) 

 

1.2  วัตถุประสงคของโครงการ 
1.2.1 สรางแบบจําลองสําหรับการจําแนกประเภทเว็บเพจโดยวิธีการลดขนาด

ลักษณะเฉพาะและซัพพอรตเวกเตอรแมชชีน 
1.2.2 พัฒนาโปรแกรมสําหรับการจําแนกประเภทเว็บเพจโดยวิธีการลดขนาด

ลักษณะเฉพาะและซัพพอรตเวกเตอรแมชชีน 
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1.3  ขอบเขตการดําเนินงาน 
1.3.1 พัฒนาอัลกอริทึมและสรางแบบจําลองในการจําแนกประเภทเว็บเพจโดย

การลดขนาดลักษณะเฉพาะและซัพพอรตเวกเตอรแมชชีน 
1.3.2 พัฒนาโปรแกรมเพื่อจําแนกประเภทเว็บเพจโดยการลดขนาดลักษณะ 

เฉพาะและซัพพอรตเวกเตอรแมชชีน 
1.3.3 นําชุดขอมูลมาทดสอบ ไดแก 

•  http://www.yahoo.com 

•  http://www.cs.cmu.edu/~WebKB 
1.3.4 ประเมินประสทิธิภาพของแบบจําลองดวยคา F-measure 

 

1.4  ขั้นตอนการดําเนินงานและระยะเวลาการดําเนินงาน 
1.4.1 ศึกษางานวิจัยและเอกสารที่เกี่ยวของสําหรับการจําแนกประเภทเว็บเพจ 
1.4.2 ศึกษาเทคโนโลยีและเครื่องมือสนับสนุน 
1.4.3 วิเคราะหและออกแบบโปรแกรมสําหรับการจําแนกประเภทเว็บเพจโดยที่

ขั้นตอนการจําแนกประเภทเว็บเพจประกอบดวย 4 ขั้นตอนหลัก 
1.4.4 เตรียมขอ มูลสําหรับนํามาทดสอบ  ซ่ึ ง เปนขอมูลที่ ใช ในการวัด

ประสิทธิภาพของโปรแกรมในการจําแนกประเภทเว็บเพจ 
1.4.5 เลือกลักษณะเฉพาะที่สําคัญเพ่ือลดจํานวนขอมูลเขาและเลือกลักษณะ

เฉพาะที่สําคัญสําหรับจําแนกประเภทเว็บเพจ 
1.4.6 จําแนกประเภทเว็บเพจดวยเครื่องมือที่ไดพัฒนาแลววิเคราะหและ

ประเมินประสิทธิภาพของเครื่องมือ 
1.4.7 พัฒนาโปรแกรมสําหรับการจําแนกประเภทเวบ็เพจ 
1.4.8 ทดสอบและตดิตั้งโปรแกรมสําหรับการจําแนกประเภทเว็บเพจ 
1.4.9 จัดทําเอกสารประกอบโปรแกรมสําหรับการจําแนกประเภทเวบ็เพจ 

 
ตารางที่ 1.1 ตารางแสดงระยะเวลาการดําเนินงาน 

กิจกรรม/ข้ันตอนการ
ดําเนินงาน 

เดือน 

2551 2552 
4 5 6 7 8 9 10 11 12 1 2 3 4 

1. ศึกษาและทําความเขาใจ
ลักษณะของเว็บเพจและการลด
ขนาดลักษณะเฉพาะวธิีตาง ๆ 
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ตารางที่ 1.1 ตารางแสดงระยะเวลาการดําเนินงาน (ตอ) 

กิจกรรม/ข้ันตอนการ
ดําเนินงาน 

เดือน 

2551 2552 
4 5 6 7 8 9 10 11 12 1 2 3 4 

2. ศึกษาเทคนิคการเตรียม
ขอมูลจากเว็บเพจ และวธิีการ
จําแนกประเภท 

             

3. ศึกษาเทคโนโลยีและ
เครื่องมือสนับสนุน 

             

4. วิเคราะหและออกแบบระบบ              
5. พัฒนาระบบ              
6. ทดสอบและติดตั้งระบบ              
7. จัดทําเอกสารประกอบระบบ 
และเขยีนผลงานวิจัย 

             

8. จัดทําเอกสารวิทยานิพนธ              
 

1.5  สถานที่และเคร่ืองมือที่ใชงานวิจัย 
1.5.1 สถานที่ทําวิจัย 

  หองปฏิบัติการคอมพิวเตอร CS207 ภาควิชาวิทยาการคอมพิวเตอร คณะ
วิทยาศาสตร มหาวิทยาลัยสงขลานครินทร วิทยาเขตหาดใหญ 

1.5.2 เครื่องมือที่ใชทําวิจัย 
1) ดานฮารดแวร 
- เครื่องคอมพิวเตอรจํานวน 1 เครื่อง 
- หนวยความจํา 512 MB 
- ฮารดดิสก 80 GB 
- เครื่องพิมพจํานวน 1 เครื่อง 

2) ดานซอฟตแวร 
- โปรแกรมประยุกต WEKA 3-6 
- โปรแกรมประยุกต MATLAB 7.0 
- โปรแกรมประยุกต C#.Net 
- โปรแกรม compile java (j2se) 
- ระบบปฏิบตัิการ Microsoft Windows XP 
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1.6  ประโยชนที่คาดวาจะไดรับ 
1.6.1 ไดแบบจําลองสําหรับจําแนกประเภทเว็บเพจโดยวิธีการลดขนาด

ลักษณะเฉพาะและซัพพอรตเวกเตอรแมชชีน 
1.6.2 ไดโปรแกรมสําหรับจําแนกประเภทเว็บเพจโดยวิธีการลดขนาด

ลักษณะเฉพาะและซัพพอรตเวกเตอรแมชชีน 
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บทที่ 2 

 

ทฤษฎีที่เก่ียวของกับการจําแนกประเภทเว็บเพจ 

 
  ทฤษฎีตาง ๆ ที่เกี่ยวของกับการจําแนกประเภทเว็บประกอบดวย การหาราก
ศัพทของคํา การกําจัดคําหยุด การใหคาน้ําหนักคํา การลดขนาดลักษณะเฉพาะ ซัพพอรต
เวกเตอรแมชชีน ตนไมตัดสินใจ C4.5 RBFNN และการประเมินประสิทธิภาพ 
 

2.1 การหารากศัพทของคํา (Stemming) 
  รากศัพท คือรูปแบบเดิมของคําที่ยังไมไดเติมคําอุปสรรค (Prefixes) หรือคํา
ปจจัย (Suffixes) การหารากศัพท จึงเปนการหารูปเดิมของคํา เพ่ือปรับรวมใหเปนคําเดียวกัน 
การหารากศัพทเปนกระบวนการที่ควรทํากอนการนําคําเหลานี้มาใชเพ่ือจําแนกประเภทเว็บเพจ 
การหารากศัพทของคําภาษาอังกฤษนี้มีขั้นตอนที่เปนรูปแบบซ่ึงสามารถเขียนเปนอัลกอริทึมใน
การหารากศัพทได เน่ืองจากไวยากรณของภาษาอังกฤษมีกฏเกณฑที่แนนอน สําหรับงานวิจัยน้ี
ไดใช Porter Algorithm (Porter M. F., 1997) ในการหารากศัพท ประกอบดวย 5 ขั้นตอนดัง
ภาพประกอบ 2.1 

 
 

Step 1a  
Suffix Replacement Examples 

sses ss caresses --> caress 
ies i ponies --> poni 
ss ss carress --> carress 
s NULL cats --> cat> 

 

Step 1b  
Suffix Replacement Examples 

eed  ee  feed --> feed  
ed  NULL  plastered --> plaster  

  bled --> bled  
ing  NULL  motoring --> motor  

 

ภาพประกอบ 2.1 การหารากศัพทดวยวธิี Porter
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Step 1b1  
Suffix Replacement Examples 

at  ate  conflat(ed) --> conflate  
bl  ble  troubl(ing)--> trouble  
iz  ize  siz(ed) --> size  

NULL  single letter  hopp(ing) --> hop  
  tann(ed) --> tan  
  fall(ing) --> fall  
  hiss(ing) --> hiss  
  fizz(ing) --> fizz  

NULL  e  fail(ing) --> fail  
  fil(ing) --> file  

 
Step 1c 

Suffix Replacement Examples 

y  i  happy --> happi  
  sky --> sky  

 
Step 2  

Suffix Replacement Examples 

ational  ate  relational --> relate  
tional  tion  conditional --> condition  
enci  ence  valenci --> valence  
anci  ance  hesitanci --> hesitance  
izer  ize  digitizer --> digitize  
abli  able  conformabli --> conformable  
alli  al  radicalli --> radical  
entli  ent  differentli --> different  
eli  e  vileli --> vile  

ousli  ous  analogousli --> analogous  
ization  ize  vietnamization --> vietnamize  
ation  ate  predication --> predicate  

 

ภาพประกอบ 2.1 การหารากศัพทดวยวธิี Porter (ตอ) 
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ator  ate  operator --> operate  
alism  al  feudalism --> feudal  

iveness  ive  decisiveness --> decisive  
fulness  ful  hopefulness --> hopeful  
ousness  ous  callousness --> callous  

aliti  al  formaliti --> formal  
iviti  ive  sensitiviti --> sensitive  
biliti  ble  sensibiliti --> sensible  

Step 3 
Suffix Replacement Examples 

icate  ic  triplicate --> triplic  
ative  NULL  formative --> form  
alize  al  formalize --> formal  
iciti  ic  electriciti --> electric  
ical  ic  electrical --> electric  
ful  NULL  hopeful --> hope  

ness  NULL  goodness --> good  
 
Step 4 

Suffix Replacement Examples 

al  NULL  revival --> reviv  
ance  NULL  allowance --> allow  
ence  NULL  inference --> infer  
er  NULL  airliner --> airlin  
ic  NULL  gyroscopic --> gyroscop  

able  NULL  adjustable --> adjust  
ible  NULL  defensible --> defens  
ant  NULL  irritant --> irrit  

ement  NULL  replacement --> replac  
ment  NULL  adjustment --> adjust  
ent  NULL  dependent --> depend  
ion  NULL  adoption --> adopt  

 

ภาพประกอบ 2.1 การหารากศัพทดวยวธิี Porter (ตอ) 
 
 
 



11 

 

ou  NULL  homologou --> homolog  
ism  NULL  communism --> commun  
ate  NULL  activate --> activ  
iti  NULL  angulariti --> angular  

ous  NULL  homologous --> homolog  
ive  NULL  effective --> effect  
ize  NULL  bowdlerize --> bowdler  

 
Step 5a 

Suffix Replacement Examples 

e  NULL  probate --> probat  
e  NULL  cease --> ceas  

 
Step 5b 

Suffix Replacement Examples 

NULL  single letter  controll --> control  
  roll --> roll  

 

ภาพประกอบ 2.1 การหารากศัพทดวยวธิี Porter (ตอ) 
 

2.2 การกําจัดคําหยุด (Stopping) 
การกําจัดคําหยุด เปนการนําคําที่ไมมีนัยสําคัญออกไป โดยที่ไมทําให

ความหมายของเอกสารเปลี่ยนแปลง คําที่ไมมีนัยสําคัญน้ี หมายถึง คําที่ใชกันโดยทั่วไปไมมี
ความหมายสําคัญตอเอกสารนั้น ๆ เม่ือตัดออกจากเอกสารแลวจะไมทําใหใจความสําคัญของ
เอกสารเปลี่ยนแปลง ซ่ึงไดแกคําดังตารางที่ 2.1 (Frankes and Yates, 1992) 

 
ตารางที่ 2.1 Stoplist Word 

a been get least our them whether 

about before getting left ourselves then which 

after being go less out there while 

again between goes let over these who 

ago but going like per they whoever 

all by gone make put this whom 
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ตารางที่ 2.1 Stoplist Word (ตอ) 

almost came got many putting those whose 

also can gotten may same through why 

always cannot had maybe saw till will 

am come has me see to with 

an could have mine seen too within 

and did having more shall two without 

another do he most she unless won't 

any does her much should until would 

anybody doing here my so up wouldn't 

anyhow done him myself some upon yet 

anyone down his never somebody us you 

anything each how no someone very your 

anyway else i none something was  

are even if not stand we  

as ever in now such went  

at every into of sure were  

away everyone is off take what  

back everything isn't on than whatever  

be for it one that what's  

became from just onto the when  

because front last or their where  

 

2.3 การใหน้ําหนักคํา (Word Weighting) 
การให นํ้าหนักคําเปนขั้นตอนการแปลงเอกสารเพื่อใหอยู ในรูปแบบที่

คอมพิวเตอรสามารถเรียนรูได การกระทํานี้จะเปนการสรางตัวแทนเนื้อหาของเอกสาร สําหรับ
ใชในกระบวนการเรียนรู สําหรับวิทยานิพนธน้ีไดใชวิธีการ TF-IDF ซ่ึงเปนวิธีการที่นิยมใชกัน
อยางแพรหลาย TF-IDF (Joachims T., 1997) เปนวิธีที่คํานวณน้ําหนักจากความถี่ของการ
ปรากฏของคํา tk ในเอกสาร dj และพิจารณาความถี่ของคํา tk ที่ปรากฏในเอกสารอื่นรวมดวย 
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โดยมีแนวคิดวา คําที่ปรากฏในเอกสารนอยฉบับ จะมีคาน้ําหนักสูง สวนคําที่ปรากฏในเอกสาร
หลายฉบับจะมีคาน้ําหนักต่ํา เน่ืองจากเปนคําที่ไมแสดงถึงลักษณะเฉพาะของเอกสารนั้น      
ดังสมการที่ (2.1) 

⎟
⎟
⎠

⎞
⎜
⎜
⎝

⎛
×=

)(#
log),(#

k
jkkj tTr

Tr
dtw             (2.1) 

โดย  Tr  คือ จํานวนเอกสารทั้งหมด  
)(# ktTr  คือ จํานวนเอกสารที่มีคํา tk  

),(# jk dt  คือ จํานวนการปรากฏของคํา tk ที่ปรากฏอยูในเอกสาร dj 
 

2.4 การลดขนาดลักษณะเฉพาะ 
 เว็บเพจที่มีขนาดใหญ หมายถึง เว็บเพจที่มีจํานวนลักษณะเฉพาะมาก ซ่ึง

จํานวนลักษณะเฉพาะมีผลตอประสิทธิภาพของการจําแนกหมวดหมูเว็บเพจ เน่ืองจาก
อัลกอริทึมที่ใชในการเรียนรูเพ่ือสรางตัวจําแนกหมวดหมูโดยทั่วไปไมสามารถรองรับการทํางาน
กับจํานวนลักษณะเฉพาะของเอกสารที่สูงมากไดดี และเอกสารที่มีจํานวนลักษณะเฉพาะมาก
อาจกอใหเกิดปญหา Overfitting ซ่ึงเปนปรากฏการณที่ตัวจําแนกหมวกหมูคนพบลักษณะโดย
บังเอิญของเอกสารตัวอยาง แทนที่จะคนพบลักษณะพื้นฐานที่จําเปนของเอกสารตัวอยาง ทําให
ตัวจําแนกหมวดหมูทํางานผิดพลาด การลดขนาดลักษณะเฉพาะจึงเปนขั้นตอนหนึ่งที่ตองทํา
กอนการสรางตัวจําแนกเอกสาร แตการลดขนาดของลักษณะเฉพาะตองพิจารณาดวยความ
รอบคอบ เน่ืองจากการลดขนาดลักษณะเฉพาะอาจเปนการกําจัดลักษณะเฉพาะที่สําคัญตอการ
จําแนกหมวกหมูออกไปดวย เทคนิคการลดขนาดลักษณะเฉพาะในงานวิจัยน้ีประกอบดวย 4 วิธี
ดังตอไปน้ี 

 2.4.1 ReliefF Feature Reduction (Robnik-Sikonja M. and Kononenko I., 
2003) ใชการประเมินคาความแตกตางของลักษณะเฉพาะกับตัวอยางใกลเคียง (K nearest 
Neighbours) ในคลาสเดียวกันหรือตางคลาสกันจํานวน K ตัว ถาคาความแตกตางเปน 1 แสดง
วามีความแตกตางกันมาก ถาคาที่ไดเปน 0 จะมีความเหมือนกันมาก โดยสามารถแสดงขั้นตอน
วิธีของวิธีการนี้ ดังภาพประกอบ 2.2 
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Algorithm ReliefF 
Input: for each training instance a vector of attribute values and the class value 
Output: the vector W of estimations of the qualities of attributes 
1: set all weights W[A] :=0.0; 
2: for i :=1 to m do begin 
3:     randomly select an instance Ri; 
4:     find k nearest hits Hj; 

5:     for each class C ≠ class(Ri) do 
6:         from class C find k nearest misses Mj(C); 
7:     for A:=1 to a do 

8: W[A] :=W[A] - ∑ ⋅
=

k

1j
k)Hj)/(mRi,diff(A,  + ∑ ⋅⎟⎟

⎠

⎞
⎜⎜
⎝

⎛
∑

−≠
=

)class(RC

k
1j ji

ii

k)/(m(C))M,Rdiff(A,
))P(class(R1

P(C)  

9: end; 

ภาพประกอบ 2.2 ขั้นตอนวธิีของวธิีการ ReliefF 
 

2.4.2 Information Gain Feature Reduction ใชการประเมินคาของลักษณะ 
เฉพาะโดยวัด Information Gain (Genchev et al., 2006; Ian and Frank, 2005b) ซ่ึงเปนตัววัด
ความสัมพันธของลักษณะเฉพาะใหกับคลาสนั้น ๆ การหาคา IG (Information Gain) สามารถ
คํานวณไดดังสมการที่ (2.2) 

  IG = H(Y)-H(Y|X)              (2.2) 
กําหนดให  Y  คือ คลาส และ X คือลักษณะเฉพาะ 
  H(Y) คือ คาเอนโทรปของ Y 
  H(Y|X) คือ คาเอนโทรปของ Y เม่ือมีเง่ือนไข X 
การหาคา H(Y) แสดงไดดังสมการที่ (2.3) และการหาคา H(Y|X) แสดงไดดัง

สมการที่ (2.4) 

  ∑−=
∈Yy

ypypYH ))((log)()( 2             (2.3) 

 ∑ ∑−=
∈ ∈Xx Yy

xypxypxpXYH ))|((log)|()()|( 2            (2.4)

  
โดยที่  p(y) คือ ความนาจะเปนของ y 
  p(x) คือ ความนาจะเปนของ x 
  p(y|x) คือ ความนาจะเปนของ y เม่ือรู x 
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2.4.3 Gain Ratio Feature Reduction ใชการประเมินคาของลักษณะเฉพาะ
โดยวัดคา Gain Ratio (Ganchev et al., 2006; lan and Frank, 2005b) ซ่ึงวัดความสัมพันธ
ของลักษณะเฉพาะอีกประเภทหนึ่งแตจะมีการปรับสเกลตามคาของขอมูลในลักษณะเฉพาะที่
สนใจใหกับคลาสนั้น ๆ การคํานวณคา Gain Ratio เปนดังสมการที่ (2.5) 

   
)(XH

IGGR =                (2.5) 

โดยที่  H(X) คือ คาเอนโทรปของ X 
 
2.4.4 Chi Sqaure Feature Reduction ใชการประเมินคาของลักษณะเฉพาะ

โดยวัดคา Chi-Square ซ่ึงวัดคาความสัมพันธระหวางลักษณะเฉพาะกับคลาสเพื่อจัดลําดับ

ลักษณะเฉพาะตามคานัยสําคัญทางสถิติ โดยคาไคสแควรของแตละลักษณะเฉพาะ (Li, G. L., 

and Leong T. Y., 2005) หาไดดังสมการที่ (2.6) 

 
2m n ij ij2

i=1 j=1 ij

(A - E )
=

E
χ ∑ ∑    (2.6) 

โดยที่  ijA  คือ ความถี่จริงของตัวอยางที่มีคาที่ i และคลาสที่ j  

  ijE  คือ ความถี่คาดหวังของตัวอยางที่มีคาที่ i และ         

                                     คลาสที่ j หรือ ความถี่คาดหวังของ ijA   

                                     คํานวณดังสมการที่ (2.7) 

  m คือ จํานวนคาของลักษณะเฉพาะ 

  n คือ จํานวนของคลาส 

 j
ij i

C
E = R ×

N
         (2.7) 

โดยที่  Ri  คือ จํานวนตัวอยางทั้งหมดที่มีคาลักษณะเฉพาะที่ i  

  C j  คือ จํานวนตัวอยางทั้งหมดที่อยูในคลาสที่ j 

  N คือ จํานวนของตัวอยางทั้งหมด 

คาไคสแควรสําหรับแตละลักษณะเฉพาะหาคาไดจากความแตกตางระหวาง

คาความถี่คาดหวังและคาความถี่จริง ลักษณะเฉพาะที่มีคาไคสแควรมากจะมีนัยสําคัญสูง โดย

ลักษณะเฉพาะจะถูกจัดเรียงตามคาไคสแควรจากคามากไปนอย  
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2.5 ซัพพอรตเวกเตอรแมชชีน (Support Vector Machine) 
แนวคิดหลักของ Support Vector Machine (SVM) (Rui et al, 2006) นํามาใช

เพ่ือหาระนาบการตัดสินใจในการแบงขอมูลออกเปนสองสวน ใชสําหรับขอมูลที่มีมิติของขอมูล
สูง แสดงดังภาพประกอบ 2.3 
 

 
ภาพประกอบ 2.3 ระนาบตดัสินใจของ SVM 

 
กําหนดให (xi, yi), …, (xn, yn) เปนตัวอยางที่ใชสําหรับการสอน n คือ จํานวน

ขอมูลตัวอยาง m คือ จํานวนมิติขอมูลเขา และ y คือ ผลลัพธมีคา +1 หรือ -1 ดังสมการที่ (2.8)  
),(),...,,( nnii yxyx เม่ือ }1,1{, −+∈∈ yRx m                   (2.8) 

สําหรับปญหาเชิงเสน มิติขอมูลขนาดสูงไดถูกแบงเปน 2 กลุมโดยระนาบ
ตัดสินใจ ซ่ึงคํานวณไดดังสมการที่ (2.9) 

0)( =+⋅ bxw                                (2.9) 
เม่ือ w คือ คาน้ําหนัก และ b คือ คา bias สมการที่ (2.10) ใชสําหรับจําแนก

ประเภทของขอมูล 
0)( >+⋅ bxw ถา 1+=iy และ 0)( <+⋅ bxw  ถา 1−=iy           (2.10) 

 
2.5.1 One-against-all Support Vector Machine (SVM)  

เปนวิธีการที่งายที่สุดในการทํามัลติคลาส (Multi-Class) (Vapnik V., 1998) 
เม่ือทําการจําแนกจํานวน M คลาส แตละคลาสตองทําการเปรียบเทียบคา discriminant 
function ดวยจํานวน M-1 คลาส โดยคลาสที่มีคา discriminant function มากที่สุด จะถูกเลือก
เปนผลลัพธสําหรับการจําแนกประเภท วิธีการ winner-takes-all จะถูกใชสําหรับระบุคลาสของ
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ขอมูล x  คลาสที่มีคาของ discriminant function มากที่สุดจะไดรับเลือกเปนผลลัพธของการ
จําแนกประเภท โดย class k ที่มีผลลัพธเปน y สําหรับขอมูล x สามารถคํานวณไดดังสมการ 
(2.11) 

⎪⎩

⎪
⎨
⎧

≠−
=+=

kcif
kcify

1
1                        (2.11) 

2.5.2 One-against-one Support Vector Machine (SVM) 
เปนอีกวิธีการหนึ่งในการทํามัลติคลาส (Multi-Class) (Knerr S., 1990) ที่ตั้งอยู

บนหลักการของไบนารี เม่ือทําการจําแนกจํานวน M คลาส ตองทําการเปรียบเทียบคา 
discriminant function ระหวางหนึ่งคลาสตอหน่ึงคลาส ดวยจํานวน M(M-1)/2 คลาส โดยคลาส
ที่มีคา discriminant function มากกวา จะถูกเลือกเปนผลลัพธ คลาสที่มีจํานวนการถูกเลือกมาก
ที่สุดจะเปนผลลัพธของการจําแนกประเภท แตหากมีคลาสที่เปนผลลัพธมากกวา 1 คลาส จะ
พิจารณาจากผลรวมของคาสัมประสิทธิ์ของ discriminant function ที่มากกวา ผลลัพธ y สําหรับ
ขอมูลสอน x สามารถคํานวณไดดังสมการ (2.12) 

⎪⎩

⎪
⎨
⎧

=−
=+=

mcif
kcify

1
1                                 (2.12) 

 วิธีการ Maxwins จะถูกใชสําหรับระบคุลาสของขอมูล x โดยคา discriminant 
function ของ SVM สําหรับคูของ classe (k,m) หมายถึงคลาส k และ m ถาคาที่ไดเปนคาบวก 
หมายถึงวา class k ไดรับการเลือกแตถาเปนลบหมายถึง class m ไดรับการเลือก  

 
2.6 ตนไมตดัสินใจ C4.5 
  การสรางตนไมตัดสินใจ C4.5 (Quinla J. R., 1993; Vidulin V., 2007) ใชคา
มาตรฐานอัตราสวนเกน (Gain Ratio) เพ่ือเลือกลักษณะเฉพาะที่จะใชเปนรากหรือโหนด ถาให
ชุดของขอมูล M ประกอบดวยคาที่เปนไปได คือ {m1, m2, …, mn} และใหความนาจะเปนที่จะ
เกิดคา mi มีคาเทากับ P(mi) จะไดวาคา เกนสารสนเทศ (Information Gain) ของ M เขียนแทน
ดวย I(M) คํานวณไดดังสมการที่ (2.13) 

∑−=
=

n

i
ii mPmPMI

1
2 )(log)()(                (2.13) 

ถาใหขอมูลสอน คือ T และลักษณะเฉพาะที่เปนโหนด คือ x และมีคาทั้งหมดที่
เปนไปได n คา โหนดปจจุบันจะแบงตัวอยาง T ออกตามกิ่งเปน {t1, t2, …, tn) ตามคาที่เปนไป
ไดของ x ดังน้ันจึงสามารถคํานวณคาเกนสารสนเทศ (Information Gain) หลังจากแบงตาม
ลักษณะเฉพาะ x ไดดังสมการที่ (2.14) 
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1

)()(             (2.14) 

คามาตรฐานเกน (Gain) ของลักษณะเฉพาะ x ไดดังสมการที่ (2.15) 
Gain(x) = )()( TxITI −              (2.15)    

  จากนั้นคํานวณคาสารสนเทศของการแบงแยก (Split Information) ของ
ลักษณะเฉพาะแตละตัว ถาให T คือ ชุดของตัวอยาง เม่ือแบงตัวอยางนี้ตามลักษณะเฉพาะ x จะ
ไดชุดของตัวอยางยอยในแตละกิ่ง คือ {t1, t2, …, tn} จํานวน n ชุด ตามคาที่เปนไปไดใน
คุณสมบัติ x เม่ือคํานวณคาสารสนเทศของการแบงแยกไดดังสมการที่ (2.16) 

Split Information = 
T
t

T
t in

i

i
2

1
log∑−

=
                   (2.16) 

คํานวณคามาตรฐานอัตราสวนเกน (Gain Ratio) ไดดังสมการที่ (2.17) 
Gain Ratio = Gain – Split Information          (2.17) 

ทายสุดจึงเลือกคา Gain Ratio สูงสุดเปนลักษณะเฉพาะเริ่มตน และเลือก
ลักษณะเฉพาะถัดไปตามคา Gain Ratio นอยลงตามลําดับ  
 

2.7 Radial Basis Function Neural Networks (RBFNN) 
RBF Neural Networks (Xuhong W. and Jinhua X., 2004; Jujie, C., 

Rongbing, J., 2004) ประกอบดวยชั้นขอมูลเขา (Input Layer) ชั้นซอน (Hidden Layer) และ
ชั้นขอมูลออก (Output Layer) ดังภาพประกอบ 2.4 ซ่ึงมีเกาซเซียนฟงกชัน (Gaussian 
Function) เปนฟงกชันกระตุนในชั้นซอน ดังสมการที่ (2.18) 

   

 
ภาพประกอบ 2.4 RBF Neural Networks 

 

⎥
⎥
⎦

⎤

⎢
⎢
⎣

⎡ −
−= 22

exp)(
j

j
j

Ecx
x

σ
φ เม่ือ nj ,...,2,1=           (2.18) 

โดยที่ φ  คือ ขอมูลออกของนิวรอลที่ j ในชั้นซอน  x คือเวกเตอรขอมูลเขา cj 
และ jσ คือ ศูนยกลาง และชวงกวางของนิวรอลที่ j ตามลําดับ ขอมูลออกของโครงขาย RBF 
คํานวณดังสมการที่ (2.19) 

wn 

wj 
x1 

xp 
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โดยที่ n คือ จํานวนของนิวรอลในชั้นซอน wj คือนํ้าหนักระหวางชั้นซอนและชั้น
ขอมูลออก และ y คือผลลัพธ 

 

2.8 การประเมินประสิทธิภาพ 
การจําแนกหมวดหมูเอกสารจะใชวิธีการเรียนรูโดยอาศัยตัวอยาง สวนการจัด

กลุมเอกสารจะใชวิธีการเรียนรูโดยไมอาศัยตัวอยาง เอกสารที่ใชในกระบวนการเรียนรูน้ันจะถูก
เรียกวา คลังเอกสารเริ่มตน (Initial Corpus) การวัดประสิทธิภาพนิยมใชวิธีทางดานการคนคืน
สารสนเทศ ซึ่งผลของการจําแนกประเภทเว็บเพจสามารถเขียนเปนตารางตัดสินใจการจําแนก
ประเภท ไดดังตารางที่ 2.2 และประเมินคาดวยการวัดคาความแมนยํา (Precision) คาความ
ระลึก (Recall) และคา F (F-measure)  

 
ตารางที่ 2.2 ตารางตัดสินใจการจําแนกประเภท 

คาที่จําแนก 
โดยตัวจําแนกประเภท 

คาของ Ci 

ใช ไมใช 

ใช TPi FPi 

ไมใช FNi TNi 

 
กําหนดให i คือ ลําดับของ Class (C) ที่ i จากตารางที่ 2.2 จะได 
TPi (True Positive) คือ จํานวนเว็บเพจที่อยูใน Ci และตัวจําแนกประเภท

ทํานายวาอยูใน Ci 
FPi (Fasle Positive) คือ จํานวนเว็บเพจที่ไมอยูใน Ci แตตัวจําแนกประเภท

ทํานายวาอยูใน Ci 
FNi (Fasle Negative) คือ จํานวนเว็บเพจที่อยูใน Ci  แตตัวจําแนกประเภท

ทํานายวาไมอยูใน Ci 

TNi (True Negative) คือ จํานวนเว็บเพจที่ไมอยูใน Ci และตัวจําแนกประเภท
ทํานายวาไมอยูใน Ci 

สามารถคํานวณคาความแมนยํา (Pi) คาระลึก (Ri) และ คา F-measure (Fi) ได
ดังสมการที่ (2.20) ถึง (2.22)  

ii

i
i FPTP

TP
P

+
=                  (2.20) 

ii

i
i FNTP

TP
R

+
=                             (2.21) 
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2                                   (2.22) 

ขอสังเกต การวัดประสิทธิผลของการจําแนกประเภท ควรพิจารณาคาความ
แมนยํา และคาความระลึกรวมกัน กับคา F-measure เน่ืองจากในการจําแนกประเภทนั้น กรณี
ที่มีคา FNi มาก แมจะมีคาความแมนยําสูง (Pi) อาจมีคาความระลึก (Ri) ที่ต่ําได และในกรณีที่ 
ถามีคา FPi มากแมมีคาความแมนยําต่ํา (Pi) อาจใหคาความระลึก (Ri) ที่สูง เปนตน 
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บทที่ 3 

 

แบบจําลองการจําแนกประเภทเว็บเพจโดยวิธีการลดขนาดลักษณะเฉพาะ 
และซัพพอรตเวกเตอรแมชชีน 

 
  วิทยานิพนธน้ีมุงเนนไปที่การสรางแบบจําลองสําหรับเพ่ิมความถูกตองของการ
จําแนกประเภทเว็บเพจโดยวิธีการลดขนาดลักษณะเฉพาะและซัพพอรตเวกเตอรแมชชีน โดย
สรางแบบจําลองที่มีการใหคะแนนเสียงรวมกับมัลติคลาสซัพพอรตเวกเตอรแมชชีน (Web Page 
Classification Using Voting Algorithm And Multi-Class Support Vector Machine:  
WPC_VAMSVM) ออกแบบเพื่อทดสอบประสิทธิภาพของการจําแนกประเภทเว็บที่มีการให
คะแนนเสียงของผลลัพธของการจําแนกประเภทโดยใชมัลติคลาสซัพพอรตเวกเตอรแมชชีน ซ่ึง
แสดงไดดังภาพประกอบ 3.1 แบงการทํางานออกเปน 4 ขั้นตอนหลักคือ ขั้นตอนที่ 1 การ
เตรียมขอมูลเว็บเพจ (Web Page Preprocessing) ขั้นตอนที่ 2 การสรางลักษณะเฉพาะ 
(Feature Generation) ขั้นตอนที่ 3 การลดขนาดลักษณะเฉพาะ (Feature Reduction) และ 
ขั้นตอนที่ 4 การจําแนกประเภทและการใหคะแนนเสียง (Classification and Voting) 
 

 

ข้ันตอนที่ 1: การเตรียมขอมูลเว็บเพจ (Web Page Preprocessing) 

1.1 สกัดขอความ (Text) และหัวเรื่อง (Title) จากหนาเว็บเพจ 
1.2 หารากศัพทของคํา (Stemming)โดยใชอัลกอริทึม Porter 
1.3  กําจัดคําหยุด (Stopping)  
ข้ันตอนที่ 2: การสรางลักษณะเฉพาะ (Feature Generation) 
2.1  สรางลักษณะเฉพาะของขอความ 

2.1.1 สราง term document matrix จากขอความ 
2.1.2 ใหคาน้ําหนักคําดวยวิธี TF-IDF 
2.1.3 เลือกคําที่มี document frequency มากกวาคา threshold 

2.2  สรางลักษณะเฉพาะของหัวเรื่อง 
2.2.1 สราง term document matrix จากหัวเรื่อง 
2.2.2 ใหคาน้ําหนักคําดวยวิธี TF-IDF  

2.3 รวมลักษณะเฉพาะจากขอความและหัวเรื่องเขาดวยกัน 
 

ภาพประกอบ 3.1 แบบจําลองการจําแนกประเภทเว็บเพจโดยใชการใหคะแนนเสียง                     
และมัลติคลาสซัพพอรตเวกเตอรแมชชนี
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ข้ันตอนที่ 3: การลดขนาดลักษณะเฉพาะ (Feature Reduction) 
3.1 ทําการเลือกลักษณะเฉพาะโดย 2 วิธีดังตอไปน้ี 
     ReliefF feature selection, Information Gain feature selection, Gain Ratio 
feature selection และ Chi Square feature selection 
3.2 กําหนดลักษณะเฉพาะที่ไดจากขั้นตอนที่ 3.1 เปน Leftfeature และ Rightfeature 
ข้ันตอนที่ 4: การจําแนกประเภทและการใหคะแนนเสียง (Classification and 
Voting) 
4.1 เลือกวิธีการจําแนกประเภทและการใหคะแนนเสียง 
     (a) One-vs-One (1vs1) 

• จําแนกประเภททั้ง Leftfeature และ Rightfeature โดยวิธีการ 1vs1 SVM  

• ทํานายประเภทของเว็บเพจโดยใชอัลกอริทึม 1vs1_Voting  
     (b) One-vs-All (1vsAll) 

• จําแนกประเภททั้ง Leftfeature และ Rightfeature โดยวิธีการ 1vsAll SVM  

• ทํานายประเภทของเว็บเพจโดยใชอัลกอริทึม 1vsAll_Voting  
4.2 ประเมินประสิทธิภาพของการจําแนกดวยคา F-measure 

 

ภาพประกอบ 3.1 แบบจําลองการจําแนกประเภทเว็บเพจโดยใชการใหคะแนนเสียง                     
และมัลติคลาสซัพพอรตเวกเตอรแมชชนี (ตอ) 

 

แบบจําลอง WPC_VAMSVM ขั้นตอนที่ 1 คือการเตรียมขอมูลเว็บเพจ (Web 
Page Preprocessing) มีจุดประสงคเพ่ืมเตรียมขอมูลใหอยูในรูปแบบที่พรอมจะประมวลผล เชน 
มีการสกัดเฉพาะขอความและหัวเรื่องจากหนาเว็บเพจเพ่ือเตรียมขอมูลเหลานี้สําหรับการสราง
ลักษณะเฉพาะตอไป ขั้นตอนที่ 2 การสรางลักษณะเฉพาะ (Feature Generation) มีจุดประสงค
เพ่ือนําขอมูลที่ไดจากขอความและหัวเรื่องมาสรางเปนลักษณะเฉพาะเพื่อเปนตัวแทนสําหรับ
การจําแนกประเภท ขั้นตอนที่ 3 การลดขนาดลักษณะเฉพาะ (Feature Reduction) มีจุด 
ประสงคเพ่ือลดขนาดของลักษณะเฉพาะและเพิ่มประสิทธิภาพใหแกการจําแนกประเภทเว็บเพจ 
ขั้นตอนที่ 4 การจําแนกประเภทและการใหคะแนนเสียง (Classification and Voting) มี
จุดประสงคเพ่ือจําแนกประเภทเว็บเพจและนําผลลัพธที่ไดจากการจําแนกประเภทมาพิจารณา
ผลลัพธสุดทายโดยวิธีการใหคะแนนเสียง  รายละเอียดการทํางานของแบบจําลอง 
WPC_VAMSVM ในแตละขั้นตอนมีดังน้ี 
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3.1 ขั้นตอนการเตรียมขอมูลเว็บเพจ (Web Page Preprocessing) 
  ขั้นตอนที่ 1 เปนขั้นตอนการเตรียมขอมูลเว็บเพจใหพรอมที่จะนําไปประมวลผล 
เน่ืองจากหนาเว็บเพจประกอบไปดวยขอมูลซ่ึงอยูในรูปแบบที่แตกตางกัน  

ขั้นตอนที่ 1.1 ทําการสกัดขอความและหัวเรื่องจากหนาเว็บเพจ 
ตัวอยางขอมูลเว็บเพจที่มีการแสดงดังภาพประกอบ 3.2 และสามารถสกัดขอความ ดัง
ภาพประกอบ 3.3 และหัวเรื่องแสดงดังภาพประกอบ 3.4 

 

 

ภาพประกอบ 3.2 ตวัอยางหนาเว็บเพจ 
 

New Info on the Site Press Releases Tradeshows and Events Vision 
Magazine Inside Knowledge Industry Trends Cerner News News Release (Index) 
Financial Information Cerner In the News Overview Cerner's Vision The Cerner Story 
Locations Our Business Partners Product Users' Groups HNA Millennium 
Commitment to Service Products At-A-Glance The Immediate Response Center 
Benefits for Health Professionals Cerner Virtual University Knowledge Management 
Svcs. Laboratory Consolidation Product Users' Groups Cerner Direct Overview Our 
Business Partners Locations 

ภาพประกอบ  3.3 ตัวอยางขอความที่สกดัไดจากหนาเว็บเพจ 
 
Cencer: Map of Our Website 

ภาพประกอบ  3.4 ตัวอยางหัวเรื่องที่สกัดไดจากเว็บเพจ 
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ขั้นตอนที่ 1.2 หารากศัพทของคําที่ไดจากทั้งขอความและหัวเรื่องโดย
ใชอัลกอริทึม Porter 

ขั้นตอนที่ 1.3 กําจัดคําที่เปน Stoplist ออก เน่ืองจากคําที่เปน Stoplist 
เปนคําที่ฟุมเฟอยและไมไดนํามาวิเคราะห เชน a, and, on, at, their เปนตน 
 

3.2 ขั้นตอนการสรางลักษณะเฉพาะ (Feature Generation) 
  ขั้นตอนที่ 2 เปนขั้นตอนการสรางลักษณะเฉพาะที่ไดจากขั้นตอนที่ 1 เพ่ือใช
เปนขอมูลเพ่ือการจําแนกประเภทตอไป 
   ขั้นตอนที่ 2.1 นําขอความมาสรางเปนลักษณะเฉพาะซึ่งอยูในรูปแบบ
ของเมตริกสเอกสาร ดังภาพประกอบ 3.5 โดยกําหนดคาน้ําหนักของคําโดยใชวิธีการ TF-IDF 
จากนั้นจึงเลือกคําที่มีคาความถี่เอกสาร (Document Frequency) มากกวาคาที่กําหนด 
(Threshold)  
 

Web Page 
Feature 

Word1 Word2 … Wordn 
Web1 W11 W12 …. W1n 
Web2 W21 W22 …. W2n 
Web3 W31 W32 …. W3n 
…. …. …. …. …. 

Webm Wm1 Wm2 …. Wmn 
ภาพประกอบ 3.5 เมตริกซเอกสาร (Document matrix) 

 
   ขั้นตอนที่ 2.2 นําหัวเรื่องมาสรางเปนลักษณะเฉพาะซึ่งอยูในรูปแบบ
ของเมตริกสเอกสาร แลวจึงกําหนดคาน้ําหนักของคําโดยใชวิธีการ TF-IDF 
   ขั้นตอนที่ 2.3 รวมลักษณะเฉพาะขอความจากขั้นตอน 2.1 และ
ลักษณะเฉพาะจากหัวเรื่องจากขั้นตอน 2.2 เขาดวยกัน 
 

3.3 ขั้นตอนการลดขนาดลักษณะเฉพาะ (Feature Reduction) 
  ขั้นตอนที่ 3 เปนขั้นตอนการลดขนาดลักษณะเฉพาะเพื่อใหมีขนาดที่เหมาะสม
ตอการจําแนกประเภท  

ขั้นตอนที่ 3.1 ลดขนาดลักษณะเฉพาะดวยการเลือกเพียง 2 วิธีการ
จาก ReliefF, Information Gain, Gain Ratio และ Chi Square   
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ขั้นตอนที่ 3.2 กําหนดลักษณะเฉพาะที่ไดจาก 2 วิธีการขางตน เปน 
Leftfeature และ Rightfeature 

 

3.4 ขั้นตอนการจําแนกประเภทและการใหคะแนนเสียง (Classification and 
Voting) 
  ขั้นตอนที่ 4 เปนขั้นตอนที่นําขอมูลจากขั้นตอนกอนหนามาทําการจําแนก
ประเภทเว็บเพจดวยซัพพอรตเวกเตอรแมชชีนและอัลกอริทึมการใหคะแนนเสียง 

ขั้นตอนที่ 4.1 ทั้ง Leftfeature และ Rightfeature จะถูกใชสําหรับการ
จําแนกประเภทโดยวิธีการ SVM ซ่ึงสามารถเลือกได 2 วิธีคือแบบ 1vs1 หรือ 1vsAll ผลลัพธที่
ไดหลังจากจําแนกประเภทจะเปนขอมูลเขาสําหรับอัลกอริทึมการใหคะแนนเสียงตอไป 

(a) One-vs-One (1vs1) 
วิธีการนี้ทั้ง Leftfeature และ Rightfeature จะถูกใชสําหรับการ

จําแนกประเภทโดยวิธีการ SVM แบบ 1vs1 ซ่ึงจะถูกเรียกวา Leftclassifier และ 
Rightclassifier ตามลําดับ ตอมาผลลัพธที่ไดจากการจําแนกประเภททั้งสองจะถูกนํามาทํานาย
ผลลัพธสุดทายโดยใชอัลกอริทึม 1vs1_Voting ดังภาพประกอบ 3.6 ซ่ึงประกอบดวย 2 สวนคือ 
สวน Numvote value และ Sum weight value ซ่ึงสามารถแสดงตัวอยางการทํางาน โดย
กําหนดใหผลลัพธของการจําแนกประเภทดวย SVM ดังภาพประกอบ 3.7 การทํางานของ
อัลกอริทึม 1vs1_Voting ดังภาพประกอบ 3.8 โดยสวนแรก Numvote value จะพิจารณาคา 
total_numvote ซ่ึงเปนผลรวมของคา numvote_left และ numvote_right วาคลาสใดมีคามาก
ที่สุด หากมีเพียงคลาสเดียวก็จะใหผลลัพธของอัลกอริทึมเปนคลาสนั้น แตหากมีมากกวาหนึ่ง
คลาส จะพิจารณาโดยใชสวนที่สองคือ Sum weight value โดยพิจารณาจากคา total_w ซ่ึงเปน
ผลรวมของคา w_left และ w_right วาคลาสใดมีคามากที่สุดก็จะเลือกตอบเปนคลาสนั้น 

 

 Let i be the identical number of class i, where i = 1, …, n and n be the number of  
 classes 
 Let numvote_left and numvote_right be the number of vote on the Leftclassifier and  
 Rightclassifier, respectively. 
 Let w_left and w_right be the number of summation of absolute discriminant value on  
 the Leftclassifier and Rightclassifier, respectively. 
 Input: numvote_left, numvote_right, w_left, w_right 
 Ouput: i.name // a name of class i 

ภาพประกอบ 3.6 อัลกอริทมึ 1vs1_Voting 
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 1:  For each class i do  // *** Part 1: Numvote value *** 
 2:     total_numvotei = numvote_lefti + numvote_righti 

 3:  End for 

 4:  total_numvote_max = Max (all of total_numvotei) 
 5:  If total_numvote_max have a single class then 
 6:     Return class i.name where total_numvotei == total_numvote_max 

 7:  Else                       //*** Part 2: Sum weight value *** 
 8:     For each class i where total_numvotei  == total_numvote_max  do 
 9:        total_ wi =  w_lefti + w_righti 

 10:   End for 
 11:   total_w_max = Max (all of total_ wi) 
 12:   If total_w_max  have a single class then  
 13:      Return class i.name where total_ wi == total_w_max 
 14:   Else 
 15:      Return one of class i.name where total_wi  == total_w_max 
 16:   End if // total_w_max   

 17: End if // total_numvote_max 
ภาพประกอบ 3.6 อัลกอริทมึ 1vs1_Voting (ตอ) 

 
1vs1 SVM classification 

Classifier Output value 
Class Predicted 

Class C1 C2 C3 
Leftclassifier number of vote 2 1 0 C1 

∑|discriminant value| 0.94 0.65 0 
Rightclassifier number of vote 1 2 0 C2 

∑|discriminant value| 0.84 1.02 0 
ภาพประกอบ 3.7 ตวัอยางผลลัพธที่ไดจาก 1vs1 SVM 

 
 
 
 
 

 



27 

 

1vs1_Voting algorithm 

Part Variable 
Class Voted Class 

C1,i=1 C2,i=2 C3,i=3 

Part 1: 
Numvote value 

numvote_left 2 1 0  
numvote_right 1 2 0  
total_numvote 3 3 0 C1,C2 

Part 2: 
Sum weight 
value 

w_left 0.94 0.65   
w_right 0.84 1.02   
total_w 1.78 1.67  C1 

ภาพประกอบ 3.8 ตวัอยางการทํางานของอัลกอริทึม 1vs1_Voting 
 

(b) One-vs-All (1vsAll) 
วิธีการนี้ทั้ง Leftfeature และ Rightfeature จะถูกใชสําหรับการ

จําแนกประเภทโดยวิธีการ SVM แบบ 1vsAll ซ่ึงจะถูกเรียกวา Leftclassifier และ 
Rightclassifier ตามลําดับ ตอมาผลลัพธที่ไดจากการจําแนกประเภททั้งสองจะถูกนํามาทํานาย
ผลลัพธสุดทายโดยใชอัลกอริทึม 1vsAll_Voting ดังภาพประกอบ 3.9 ซ่ึงประกอบดวย 3 สวน
คือ สวน Rank value, Weight threshold value และ Weight value ซ่ึงสามารถแสดงตัวอยาง
การทํางาน โดยกําหนดใหผลลัพธของการจําแนกประเภทดวย SVM ดังภาพประกอบ 3.10 การ
ทํางานของอัลกอริทึม 1vs1_Voting ดังภาพประกอบ 3.11 โดยสวนแรก สวน Rank value จะ
พิจารณาคาลําดับ (rank) ของ discriminant value โดยคาที่มากที่สุดจะใหคาลําดับสูงสุดซึ่งมีคา
เทากับจํานวนของคลาส คาที่มี discriminant value รองลงมาจะมีคาลําดับนอยลงตามลําดับ
จนถึงคา 1 เม่ือทําการเรียงลําดับแลวจะพิจารณาคา total_rank ซ่ึงเปนผลรวมของคา rank_left 
และ rank_right วาคลาสใดมีคามากที่สุด หากมีเพียงคลาสเดียวก็จะใหผลลัพธของอัลกอริทึม
เปนคลาสนั้น แตหากมีมากกวาหนึ่งคลาส จะพิจารณาโดยใชสวนที่สองคือ Weight threshold 
value โดยพิจารณาจากคา total_E ซ่ึงเปนผลรวมของคา E_ left และ E _right ซ่ึงคาทั้งสองนี้
ไดจากการพิจาณาคา discriminant value ที่มากกวาหรือเทากับ 0 จะใหเปน 1 แตถาไมใชจะให
เปน -1 ในขั้นนี้ถาพบวาคา total_E คลาสใดมีคามากที่สุดก็จะเลือกตอบเปนคลาสนั้น แตหากมี
มากกวาหนึ่งคลาส จะพิจารณาโดยใชสวนที่สามคือ Weight value โดยพิจารณาจากคา total_w 
ซ่ึงเปนผลรวมของคา w_left และ w_right ในขั้นนี้ถาพบวาคา total_E คลาสใดมีคามากที่สุดก็
จะเลือกตอบเปนคลาสนั้น 

4.2 แบบจําลองจะทําการประเมินประสิทธิภาพของการจําแนกประเภท
ดวยคา F-measure 
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 Let i be the identical number of class i, where i = 1, …, n and n be the number of   
 classes. 
 Let w_left and w_right be the number of discriminant value on the Leftclassifier and  
 Rightclassifier, respectively. 
 Input: w_left, w_right 
 Ouput: i.name // a name of class i                                      

                          // *** Part 1: Rank value *** 
 1:   For each class i, rank w_left in descending order, then assign it to rank_ lefti          
 2:   For each class i, rank w_right in descending order, then assign it to rank_right i 
 3:   For each class i do 
 4:       total_ranki = rank_left i + rank_right i 

 5:   End for               
 6:   total_rank_max = Max (all of total_ranki) 
 7:   If total_rank_max have a single class then 
 8:       Return class i.name where total_ranki == total_rank_max 

 9:   Else                  // *** Part 2: Weight threshold value ***      
 10:     For each class i where total_ranki == total_rank_max do 
 11:           If w_lefti >= 0 then 
 12:                  E_ left i  = 1   
 13:           Else 
 14:                     E_ left i  = -1 
 15:           End if 
 16:           If w_right i >= 0 then 
 17:                  E _right i  = 1  
 18:           Else  
 19:                     E _right i  = -1 
 20:           End if 
 21:           total_Ei  = E_ left i + E _right i 

 22:     End for 

ภาพประกอบ 3.9 อัลกอริทมึ 1vsAll_Voting 
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 23:     total_E_max  = Max (all of total_Ei) 
 24:     If total_E_max  have a single class then  
 25:           Return class i.name where total_Ei   == total_E_max 

 26:     Else            // *** Part 3: Weight value ***      
 27:           For each class i where total_Ei  == total_E_max do 
 28:               total_wi =  w_left i + w_right i 

 29:           End for 
 30:           total_w_max = Max (all of total_ wi)  
 31:           If total_w_max  have a single class then 
 32:               Return class i.name where total_wi  == total_w_max   
 33:           Else 
 34:               Return one of class i.name where total_wi  == total_w_max   
 35:           End if // total_w_max   

 36:     End if // total_E_max   
 37: End if // total_rank_max 

ภาพประกอบ 3.9 อัลกอริทมึ 1vsAll_Voting (ตอ) 
 

1vsAll SVM classification 

Classifier Output value 
Class Predicted 

Class C1 C2 C3 

Leftclassifier discriminant value 0.65 -0.94 -1.90 C1 

Rightclassifier discriminant value -1.89 6.84 -4.19 C2 
ภาพประกอบ 3.10 ตัวอยางผลลัพธที่ไดจาก 1vsAll SVM 
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1vsAll_Voting algorithm 

Part Variable 
Class Voted Class 

C1,i=1 C2,i=2 C3,i=3 

Part 1: Rank value rank_left 3 2 1  
rank_right 2 3 1  
total_rank 5 5 2 C1,C2 

Part 2: Weight threshold 
value 

E_ left 1 -1   
E _right -1 1   
total_E 0 0  C1,C2 

Part 3: Weight value w_left 0.65 -0.94   
w_right -1.89 6.84   
total_w -1.24 5.9  C2 

ภาพประกอบ 3.11 ตัวอยางการทํางานของอัลกอริทึม 1vsAll_Voting 
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บทที่ 4 

 

โปรแกรมการจําแนกประเภทเว็บเพจโดยใชการใหคะแนนเสยีง                     
และมัลติคลาสซัพพอรตเวกเตอรแมชชีน 

 
  การพัฒนาโปรแกรมการจํ าแนกประ เภทเว็บ เพจโดยการลดขนาด
ลักษณะเฉพาะและมัลติคลาสซัพพอรตเวกเตอรแมชชีนไดใชแนวคิดและลําดับขั้นตอนการ
ทํางานตามแบบจําลองการจําแนกประเภทเว็บเพจโดยใชการใหคะแนนเสียงและมัลติคลาสซัพ
พอรตเวกเตอรแมชชีน (Web Page Classification Using Voting Algorithm And Multi-Class 
Support Vector Machine:  WPC_VAMSVM) การทํางานของโปรแกรมจะอธิบายดวยผังการ
ทํางานของโปรแกรม สวนประกอบของโปรแกรม ผลการทํางานของโปรแกรมและเครื่องมือที่ใช
ในการพัฒนาโปรแกรม 
 

4.1 ผังการทํางานของโปรแกรม 
4.1.1 ผังงานโปรแกรมหลักของโปรแกรมสําหรับจําแนกประเภทดัง

ภาพประกอบ 4.1 โดยขั้นตอนการทํางานทั้งหมดของโปรแกรมประกอบดวย 4 ขั้นตอนคือ     
1) การเตรียมขอมูลเว็บเพจ (Web Page Preprocessing) 2) การสรางลักษณะเฉพาะ (Feature 
Generation) 3) การลดขนาดลักษณะเฉพาะ (Feature Reduction) 4) การจําแนกประเภทและ
การใหคะแนนเสียง (Classification and Voting) 

4.1.2 ผังงานโปรแกรมยอยของ Step 1: Web Page Preprocessing แสดงดัง
ภาพประกอบ 4.2 ซ่ึงการทํางานจะสกัดขอความและหัวเรื่องออกจากหนาเว็บเพจ จากนั้นจะนํา
คําเหลานี้มาหารากศัพทของคําดวยวิธีการ Porter สุดทายจึงตัดคําที่เปน Stoplist ออกไป 

4.1.3 ผังงานโปรแกรมยอยของ Step 2: Feature Generation แสดงดังภาพ 
ประกอบ 4.3 ซ่ึงการทํางานจะสรางลักษณะเฉพาะจากขอความและหัวเรื่อง โดยสามารถเลือก
เฉพาะขอความหรือมีการรวมหัวเรื่องเขาไปดวย และในสวนของขอความมีสวนของการระบุ 
Document Frequency Threshold ดวย 

4.1.4 ผังงานโปรแกรมยอยของ Step 3: Feature Reduction แสดงดังภาพ 
ประกอบ 4.4 ซ่ึงการทํางานจะประกอบดวยการเลือกเทคนิคสําหรับการลดขนาดลักษณะเฉพาะ
และระบุจํานวนลักษณะเฉพาะที่ตองการ 
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4.1.5 ผังงานโปรแกรมยอยของ Step 4: Classification and Voting แสดงดัง
ภาพประกอบ 4.5 ซ่ึงการทํางานจะประกอบดวยการเลือกวิธีการที่ใชในการจําแนกประเภทและ
การใหคะแนนเสียงและระบุจํานวนของการทดสอบแบบไขวเปลี่ยน (Cross Validation) ที่
ตองการ 

 

ภาพประกอบ 4.1 ผังการทาํงานของ WPC_VAMSVM 
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ภาพประกอบ 4.2 ผังการทาํงานของการเตรียมขอมูลเว็บเพจ (Web Page Preprocessing) 
 

Feature Generation

Create matrix and weight with TF-IDF 
from text

Select word that have higher 
document frequency threshold

Return

Read document 
frequency threshold

Create matrix and weight with TF-IDF 
from title

Using text 
only?

Combine text and title feature

Yes

No

 
ภาพประกอบ 4.3 ผังการทาํงานของการสรางลักษณะเฉพาะ (Feature Generation) 
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ภาพประกอบ 4.4 ผังการทาํงานของการลดขนาดลักษณะเฉพาะ (Feature Selection) 

 

 
ภาพประกอบ 4.5 ผังการทาํงานของการจําแนกประเภทและการใหคะแนนเสียง (Classification 

and Voting) 
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4.2 สวนประกอบของโปรแกรม 
  ตัวอยางการทํางานเมื่อเปดโปรแกรมการจําแนกประเภทเว็บเพจโดยการลด
ขนาดลักษณะเฉพาะและซัพพอรตเวกเตอรแมชชีนจะปรากฏหนาจอใหผูใชทํางานดัง
ภาพประกอบ 4.6  
 

 
ภาพประกอบ 4.6 หนาจอหลักของโปรแกรม 

 
  หนาจอหลักของโปรแกรมประกอบดวยองคประกอบหลกั 3 สวน คือ สวนการ
ทํางาน สวนการแสดงผลคาประสิทธิภาพ และสวนการแสดงผลการทํานายคลาส โดยในแตละ
สวนมีรายละเอียดดังน้ี 

4.2.1 สวนการทํางานมี 4 ขั้นตอนยอย คือ 
1) Web Page Processing เปนสวนที่ทําหนาที่นําเขาขอมูลเว็บเพจซ่ึง

อยูในรูปแบบไฟล htm, html โดยการกดปุม  ที่อยูในคอลัมน HTML Files ผูใช
ตองระบุชื่อของคลาสที่นําเขาในคอลัมน Class Name เม่ือปอนขอมูลครบทุกคลาส กดปุม 

 โปรแกรมจะทําการสกัดขอความและหัวเรื่องจากหนาเว็บเพจ หารากศัพทและ
ตัดคํา Stoplist โดยอัตโนมัติ พรอมแสดงจํานวนเว็บเพจและจํานวนคลาสทั้งหมด ดังแสดง
ภาพประกอบ 4.7 

 
 

 

1

2 3
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ภาพประกอบ 4.7 หนาจอของสวน Web Page Preprocessing 
 

2) Feature Generation เปนสวนที่ทําหนาที่แปลงขอมูลนําเขา มาสราง
ใหอยูในรูปของลักษณะเฉพาะ เพ่ือใหอยูในรูปแบบที่ระบบสามารถจําแนกประเภทได ซ่ึง
สามารถเลือกประเภทของขอมูลได 2 แบบคือ ขอมูลที่ใชเฉพาะขอความ (Text) และขอมูลที่ใช

ขอความกับหัวเรื่อง (Text & Title) โดยการกดปุม  สวนนี้โปรแกรมไดแสดงจํานวน
ของลักษณะเฉพาะจากขอความและหัวเรื่องไว และสําหรับสวนของขอความผูใชตองใสตัวเลข
ของ Document Frequency Threshold ในชอง DF Threshold ซ่ึงสามารถใสเฉพาะตัวเลข
เทานั้น และคานี้ตองอยู ระหวาง 0 ถึง จํานวนของเว็บเพจทั้งหมด จากนั้นจึงกดปุม 

 โปรแกรมจะแสดงจํานวนของฟเจอรที่เหลือ (After DF) 
ตัวอยางการทํางานแสดงดังภาพประกอบ 4.8 

 
 

 
 

ภาพประกอบ 4.8 หนาจอของสวน Feature Generation 
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3) Feature Reduction เปนสวนที่ทําหนาที่ลดขนาดของลักษณะเฉพาะ 
ที่สรางมาใหมีจํานวนนอยลงโดยผูใชสามารถเลือก 2 วิธีจาก 4 วิธีเพ่ือเปนลักษณะเฉพาะ
สําหรับการจําแนกประเภทและการใหคะแนนเสียงตอไป โดยประกอบดวยวิธีดังตอไปน้ี 
ReliefF, Information Gain, Gain Ratio และ Chi Sqaure จากนั้นระบุจํานวนของลักษณะ
เฉพาะที่ตองการในชอง Number of feature ซ่ึงตองเปนตัวเลขเทานั้น และคานี้ตองอยูในชวง 0 

ถึงจํานวนลักษณะเฉพาะทั้งหมด จากนั้นจึงกดปุม  ตัวอยางการทํางานแสดงดัง
ภาพประกอบ 4.9 

 
 

 
 

ภาพประกอบ 4.9 หนาจอของสวน Feature Reduction 
 

4) Classification & Voting เปนสวนที่ทําหนาที่จําแนกประเภทจาก
ลักษณะเฉพาะทั้งสองที่ไดจากขั้นตอนกอนหนา แลวนําผลลัพธของทั้งสองลักษณะเฉพาะนี้หา
ผลลัพธสุดทายของการจําแนกโดยอัลกอริทึมการใหคะแนนเสียง (Voting algorithm) สวนนี้
โปรแกรมไดแสดงขอมูลของวิธีในการลดขนาดของลักษณะเฉพาะทั้ง Leftfeature และ 
Rightfeature ตอมาผูใชสามารถเลือกได 2 วิธี คือ 1vs1 และ 1vsAll จากนั้นผูใชปอนตัวเลขของ

การทดสอบแบบไขวเปลี่ยนในชอง Cross Validation แลวกดปุม   ตัวอยาง
การทํางานแสดงดังภาพประกอบ 4.10 

 
 

 
 

ภาพประกอบ 4.10 หนาจอของสวน Classification and Voting 
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4.2.2 สวนการแสดงผลคาประสิทธิภาพ เปนสวนที่นําผลลัพธที่ไดจากการ
จําแนกทั้งสอง (Leftfeature และ Rightfeature) และผลลัพธที่ไดจากอัลกอริทึมการใหคะแนน
เสียง (Voting) โดยประกอบดวย Precision, Recall และ F1 โดยโปรแกรมไดแสดงคา
ประสิทธิภาพของทุกคลาสโดยคาโดยเฉลี่ยดวย ตัวอยางการทํางานแสดงดังภาพประกอบ 4.11 

 
 

 
 

ภาพประกอบ 4.11 แสดงหนาจอของสวนของการแสดงคาประสิทธภิาพ 
 

4.2.3 สวนการแสดงผลการทํานายคลาส เปนสวนที่นําผลลัพธที่ไดจากการ
จําแนกทั้งสอง (Leftfeature และ Rightfeature) และผลลัพธที่ไดจากอัลกอริทึมการใหคะแนน
เสียง (Voting) โดยแสดงรายละเอียดของแตละเว็บเพจวาวิธีการจําแนก ทั้ง Leftfeature, 
Rightfeature และ Voting  ไดจําแนกประเภทของเว็บเพจน้ัน ๆ เปนคลาสใด พรอมทั้งแสดงคา
ความถูกตอง (Accuracy) ของแตละวิธีดวย ตัวอยางการทํางานแสดงดังภาพประกอบ 4.12 เชน
เว็บเพจที่ 16 ผลลัพธที่ไดจาก Leftfeature และ Rightfeature มีความตางกัน กลาวคือ ผลลัพธ
ของ Leftfeature เปนคลาส Utilities ผลลัพธของ Rightfeature เปนคลาส Energy อัลกอริทึม
การใหคะแนนเสียงใหผลลัพธที่ถูกตองตรงกับคลาสที่แทจริง (Act. Class) คือคลาส Utilities 
 

 

 
 

 

ภาพประกอบ 4.12 หนาจอของสวนของการทํานายคลาส 
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บทที่ 5 

 

ผลการทดลองและวิจารณ 
 

บทนี้ไดนําเสนอผลลัพธที่ไดจากการทดลองตามแบบจําลองการจําแนกประเภท
เว็บเพจโดยวิธีการลดขนาดลักษณะเฉพาะและซัพพอรตเวกเตอรแมชชีน (Web Page 
Classification Model using Feature Reduction and Support Vector Machine: 
WPC_FRSVM) การทดลองใชชุดขอมูล 2 ชุดขอมูล คือขอมูลจาก Yahoo และขอมูลมาตรฐาน 
CMU การทดลองจะแบงเปนการทดลองการลดขนาดลักษะเฉพาะโดยใชคาความถี่เอกสาร และ
การทดลองโดยใชวิธีการใหคะแนนเสียงจากมัลติคลาสซัพพอรตเวกเตอรแมชชีน ในการทดลอง
การลดขนาดลักษะเฉพาะโดยใชคาความถี่เอกสารนั้นจะทําการทดลองเพื่อทดสอบประสิทธิภาพ
ของการจําแนกประเภทเมื่อกําหนดคาความถี่เอกสารในจํานวนที่แตกตางกัน และการทดลอง
โดยใชวิธีการใหคะแนนเสียงจากมัลติคลาสซัพพอรตเวกเตอรแมชชีนนั้น จะทําการทดลองเพื่อ
ทดสอบประสิทธิภาพของการลดขนาดลักษณะเฉพาะดวยเทคนิควิธีตาง ๆ กับอัลกอริทึมการให
คะแนนเสียง 

 

5.1 ชุดขอมูลที่ใชในการทดลอง 
  ขอมูลที่ใชในการทดลอง 
  5.1.1 ชุดขอมูลจากเว็บไซต Yahoo 

เอกสารเว็บเพจจากเว็บไซต Yahoo (http://www.yahoo.com: 2 มิถุนายน 
2551) ซ่ึงมีเน้ือหาเกี่ยวกับขาวกีฬาจํานวน 5 ประเภท ไดแก 1) Boxing 2) Golf 3) Soccer    
4) Tennis และ 5) Cycling โดยใชขอมูลประเภทละ 50 เว็บเพจ รวมเปน 250 เว็บเพจ 
  5.1.2 ชุดขอมูลจาก CMU 
  เอกสารเว็บเพจ CMU ซ่ึงอยูในกลุมของ WebKB (http://www.cs.cmu. 
edu/~WebKB/) เฉพาะสวนที่เปนไฟล html, htm ประกอบดวย 7 ประเภทไดแก  1) Utilities 
จํานวน 239 เว็บเพจ 2) Energy จํานวน 291 เว็บเพจ 3) Healthcare จํานวน 321 เว็บเพจ    
4) Transportation จํานวน 402 เว็บเพจ 5) Financial จํานวน 718 เว็บเพจ 6) Technology 
จํานวน 785 เว็บเพจ 7) Material จํานวน 777 เว็บเพจ  รวมจํานวน 3,533 เว็บเพจ 



40 

 

5.2 การทดลองการลดขนาดลักษณะเฉพาะโดยใชคาความถี่เอกสาร 
  การทดลองการจําแนกเว็บเพจโดยใชคาความถี่เอกสาร รวมกับซัพพอรต
เวกเตอรแมชีน (Web Page Classification Using Document Frequency and Support 
Vector Machine: WPC_DF_SVM) ประกอบดวยขั้นตอนทั้งหมด 3 ขั้นตอนดังภาพประกอบ 
5.1 คือ ขั้นตอนที่ 1 การเตรียมขอมูลเพ่ือนําขอความจากเว็บเพจมาผานกระบวนการ ใหอยูใน
ลักษณะที่เหมาะสมในการวิเคราะหขอมูลสําหรับดําเนินการในขั้นตอนตอไป ขั้นตอนที่ 2 คือ 
การลดขนาดลักษณะเฉพาะ เปนขั้นตอนที่ นําคําที่ไดมาทําดัชนี ซ่ึงผานการลดขนาด
ลักษณะเฉพาะดวยคาความถี่เอกสารตามคา Threshold ที่ไดกําหนดไว ดวยวิธีการ TF-IDF 
และขั้นตอนที่ 3 คือการประเมินประสิทธิผล เปนขั้นตอนการประเมินผลดวยคา F-measure 
ของตัวจําแนก 3 ประเภทไดแก SVM  ตนไมตัดสินใจ C4.5 และ RBFNN การทดลองไดใช
เอกสารเว็บเพจ 2 ชุดขอมูล เพ่ือทําการทดลอง โดยชุดขอมูลแรกเปนเอกสารเว็บเพจจาก CMU 
ซ่ึงนิยมใชกันอยางแพรหลายสําหรับการจําแนกประเภทเว็บเพจ ประกอบดวยขอมูล 7 ประเภท 
โดยการสุมจํานวน 271 เว็บเพจ จากขอมูลทั้งหมด 8,282 เว็บเพจ ไดแก 1) Material จํานวน 
49  เว็บเพจ 2) Energy จํานวน 39 เว็บเพจ 3) Financial จํานวน 21 เว็บเพจ  4) Healthcare 
จํานวน 43 เว็บเพจ 5) Technology จํานวน 45 เว็บเพจ 6) Transportation 36 เว็บเพจ และ  
7) Utilities 38 เว็บเพจ ชุดขอมูลที่สองเอกสารเว็บเพจจากเว็บไซต Yahoo [15] ซ่ึงเปนเว็บเพจ
ที่มีเฉพาะเนื้อหาเกี่ยวกับขาวกีฬาจํานวน 5 ประเภท ไดแก 1) Boxing 2) Golf 3) Soccer     
4) Tennis และ 5) Cycling โดยใชขอมูลประเภทละ 50 เว็บเพจ รวมเปน 250 เว็บเพจ ทําการ
ทดสอบแบบ 10-Fold Cross Validation โดยใช WEKA 

 
 

ข้ันตอนที่ 1 : การเตรียมขอมูล 
1.1 สกัดขอความ (Text Extraction) จากหนาเว็บเพจ 
1.2 หารากศัพทของคํา (Stemming)โดยใชอัลกอริทึม Porter 
1.3 กําจัดคําหยุด (Stopping) ซ่ึงเปนคําที่ไมมีความจําเปน  
 

ข้ันตอนที่ 2 : การลดขนาดลักษณะเฉพาะ 
2.1 สรางลักษณะเฉพาะ (Feature Extraction) ใหอยูในรูป Term Frequency Table  
2.2 ลดขนาดลักษณะเฉพาะ (Feature Reduction) ดวยคาความถี่เอกสารดวยคาที่

กําหนด (Threshold) 
2.3 ทําดัชนี (Indexing) โดยการกําหนดน้ําหนักของแตละคําโดยใชวิธีการ TF-IDF  

 

ภาพประกอบ 5.1 แบบจําลองการจําแนกเว็บเพจโดยใชคาความถีเ่อกสารรวมกับ SVM 
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ข้ันตอนที่ 3 : การประเมินประสิทธิผล 
3.1 จําแนกประเภทดวยตวัจําแนกประเภท 3 ประเภทไดแก Support Vector Machine 

ตนไมตัดสินใจ C4.5 และ RBFNN 
3.2 ประเมินประสทิธิผลคา F-measure ดวยการเปรียบเทียบตวัจําแนกทัง้ 3 ประเภท 

 

ภาพประกอบ 5.1 แบบจําลองการจําแนกเว็บเพจโดยใชคาความถีเ่อกสารรวมกับ SVM (ตอ) 
 
5.2.1 ข้ันตอนที่ 1 การเตรียมขอมูล 

5.2.1.1 การสกัดขอความ (Text Extraction)  
การสกัดขอความโดยใชโปรแกรม HTMLAsText [7] เปนเครื่องมือในการ

สกัดขอความ ซ่ึงจะสกัดเฉพาะสวนของขอความ (Text) ที่ปรากฏอยูบนหนาเว็บเพจเทานั้น 
หลังจากใชโปรแกรม HTMLAsText แลวผลลัพธที่ไดจะเปนเน้ือความของเอกสารเว็บเพจนั้นซึ่ง
จะไมมีสวน HTML tag รูปภาพ หรือสื่อมัลติมิเดีย ปรากฏอยู  

 
5.2.1.2 การหารากศัพท (Stemming)  
เม่ือไดขอความจากขั้นตอนการสกัดคําแลว ตอไปจึงนําคําเหลานี้มาหา

รากศัพทโดยใชอัลกอริทึม Porter ซ่ึงเปนอัลกอริทึมที่ไดรับความนิยม โดยปรับเปลี่ยนคําทาย 
(Suffix) ในภาษาอังกฤษ แลวจึงกําหนดใหตัวอักษรตัวเล็กทั้งหมด เชนคําวา “Run” และ 
“Running” จะเปลี่ยนเปนรากศัพทเดียวกันคือ “run” เปนตน 

 
5.2.1.3 การกําจัดคําหยุด (Stopping)  
การกําจัดคําหยุด เปนกระบวนการหนึ่งที่สําคัญสําหรับการคนคืน

สารสนเทศ เน่ืองจากคําบางคําไมมีความจําเปนสําหรับการนํามาวิเคราะห ดังน้ันจึงควรกําจัดคํา
เหลานี้ออกไปเพื่อใหเหลือเฉพาะคําที่มีความสําคัญเทานั้น คําเหลานี้เรียกวาคํา “Stoplist” เชน 
คําวา “a”  “been” และ “ago” เปนตน    
 

5.2.2 ข้ันตอนที่ 2 การลดขนาดลักษณะเฉพาะ 
5.2.2.1 การสรางลักษณะเฉพาะ (Feature Extraction)  
โดยนําคําที่ไดจากขั้นตอนการเตรียมขอมูลมาสรางใหอยูในรูปของ Term 

Frequency Table ตัวอยางเชน มีเอกสารเว็บเพจขาวกีฬาจํานวน 3 เว็บเพจ และมีคําอยู 4 คํา
คือ play, tennis, win และ knockout สามารถนํามาสรางใหอยูในรูปของ Term Frequency และ 
Document Frequency ดังตารางที่ 5.1 โดยที่กําหนดให TF (Term Frequency) หมายถึง
คาความถี่ของคําแตละคําที่ปรากฏอยูในเอกสาร  ตัวอยางเชน คําวา “play” ปรากฏอยูใน
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เอกสารฉบับที่ 1 (Doc1) จํานวน 3 ครั้ง ปรากฏอยูในเอกสารฉบับที่ 2 (Doc2) จํานวน 4 ครั้ง 
และปรากฏอยูในเอกสารฉบับที่ 3 (Doc3) จํานวน 0 ครั้งหรือไมปรากฏอยูในเอกสารฉบับน้ี เปน
ตน โดย DF (Document Frequency) หมายถึง ความถี่เอกสารของคําที่พิจารณา ปรากฏใน
เอกสารทั้งหมดกี่ฉบับ เชน คําวา “play” ปรากฏอยูในเอกสาร 2 ฉบับ ไดแก เอกสารฉบับที่ 1 
(Doc1) และเอกสารฉบับที่ 2 (Doc2) ดังน้ัน จึงมีคาคาความถี่เอกสารเปน 2 และคําวา “tennis” 
ปรากฏอยูในเอกสารทั้งหมด 3 ฉบับ ไดแก เอกสารฉบับที่ 1 เอกสารฉบับที่ 2 และเอกสารฉบับ
ที่ 3 จึงมีคาความถี่เอกสารเปน 3 เปนตน 

 
ตารางที่ 5.1 ตัวอยาง Term Frequency Table 

เอกสาร 
ความถี่ของคํา TF (Term Frequency) 

ในแตละเอกสาร (Doc) 

play tennis win knockout 
Doc1 3 5 0 1 
Doc2 4 2 0 1 
Doc3 0 1 3 1 

ความถี่เอกสาร DF 
(Document Frequency) 

2 3 1 3 

 
5.2.2.2 การลดขนาดลักษณะเฉพาะ (Feature Reduction) 
เน่ืองจากขนาดลักษณะเฉพาะของการจําแนกประเภทเว็บเพจมีจํานวน

มาก การลดจํานวนลักษณะเฉพาะจึงเปนสิ่งจําเปนอยางยิ่ง การทดลองนี้ไดใชคาความถี่ของ
เอกสาร (Document Frequency) ที่ลักษณะเฉพาะนั้นปรากฏอยู โดยจะเลือกลักษณะเฉพาะที่
มากกวาหรือเทากับคา Threshold ที่กําหนดไว ถากําหนดคา Threshold (λ) ใหมีคามากกวา
หรือเทากับ 3 จากตารางที่ 3 คาความถี่เอกสาร (Document Frequency) ของคําวา (“play” = 
2, “tennis” = 3, “win” = 1, “knockout” = 3) เราจะไดคําที่ผานคา λ เพียง 2 คํา คือคําวา 
“tennis” และ “knockout” เพ่ือใชในการทํางานในขั้นตอไป และตัดคําวา “play” และ “win” ทิ้งไป 

 
5.2.2.3 การทําดัชนี (Indexing)  
เม่ือผานการลดขนาดลักษณะเฉพาะแลวจะนําคําที่ไดเหลานั้นมาใหคา

นํ้าหนักโดยใชวิธีการ TF-IDF โดย TF (Term Frequency) คือความถี่ของแตละคําที่ปรากฏใน
เอกสาร และ IDF (Inverse Document Frequency) คือ สวนกลับของความถี่เอกสารที่ปรากฏ
คํานั้นอยู ดังภาพประกอบ 3.5 โดยที่ Wjk คือ คา TF-IDF ของคําที่ k ในเอกสารที่ j โดย j = 1, 
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…, n เม่ือ n คือ จํานวนของเอกสารทั้งหมด จากนั้นเม่ือคํานวณ คา  TF-IDF ของทุกคําแลว นํา
คาที่ไดจากการคํานวณนี้มาสรางใหอยูในรูปแบบ Document Word Matrix  

 
5.2.3 ข้ันตอนที่ 3 การประเมินประสิทธิผล  

5.2.3.1 การจําแนกประเภทเว็บเพจ (Web Page Classification) 
 การทดลองนี้ใชตัวจําแนกประเภท (Classifier) 3 ประเภท คือ Support 

Vector Machine (SVM) ตนไมตัดสินใจ C4.5 และ RBF Neural Networks  
 
5.2.3.2 ประเมินประสิทธิผลคา F-measure 
จากผลการทดลองทั้ง 2 ชุดขอมูล โดยทดสอบกับคาความถี่เอกสารตาง 

ๆ เปรียบเทียบกับตัวจําแนกประเภททั้ง 3 ประเภทตามขั้นตอนการจําแนกเว็บเพจ 
WPC_DF_SVM  

จากนั้นจึงนําคา F-measure ที่ไดของทุกประเภท (Class) มาหาคาเฉลี่ย 
โดยสามารถพิจารณาประสิทธิภาพของขั้นตอนวิธีดังประเด็นตอไปน้ี 

1) ประสิทธิภาพคาความถกูตองการลดขนาดลักษณะเฉพาะ  
จากตารางที่ 5.3 ของขอมูลชุดที่ 1 เม่ือลดขนาดลักษณะเฉพาะโดยใช

ความถี่เอกสาร (Document Frequency) ที่มีคา Threshold (λ) ตางๆ คือ ≥ 0, ≥ 5, …, ≥ 50 
ตามลําดับ สามารถลดจํานวณลักษณะเฉพาะจาก 12,722 จํานวนเหลือเพียง 88 จํานวน และ
จากตารางที่ 5.4 ของขอมูลชุดที่ 2 สามารถลดจํานวณลักษณะเฉพาะจาก 9,608 จํานวนเหลือ
เพียง 492 จํานวนเทานั้น โดยพบวาจากขอมูลชุดที่ 1 SVM  ยังคงใหคาความถูกตองที่ดี โดยมี
คาความตางระหวางคาเฉลี่ย F-measure มากที่สุด 93.19% และคาเฉลี่ย F-measure นอยที่สุด 
88.44% มีคาประมาณ 5% ผลการทดลองขอมูลชุดที่ 2 SVM มีคาเฉลี่ย F-measure 100% ทั้ง
ในกรณีกอนการลดขนาดลักษณะเฉพาะและหลังการลดขนาดลักษณะเฉพาะ 

2) ประสิทธิภาพของตัวจําแนกประเภท  
เม่ือพิจาณาตัวจําแนกทั้ง 3 ประเภท จากขอมูลชุดที่ 1 WebKB 

ภาพประกอบ 5.2  แสดงใหเห็นวาเมื่อเลือก λ มากกวาหรือเทากับ 0 จนถึงคา λ มากกวาหรือ
เทากับ 50 SVM ใหคา F-measure สูงที่สุด รองลงมาคือ C4.5 และ RBFNN ใหคา F-measure 
นอยที่สุด จากชุดขอมูลที่ 2 เว็บเพจขาวกีฬา Yahoo ภาพประกอบ 5.3 ที่ขนาดลักษณะเฉพาะ
มากที่สุด (λ ≥ 0) SVM ใหคาดีที่สุด คือ 100% ทุกกรณี C4.5 ใหคา 99.6% ทุกกรณี และ 
RBFNN ใหคา 92.95% โดยมีคาเพิ่มขึ้นเปน 100% เม่ือคา λ ≥ 20 ซ่ึงพบวาเม่ือลดจํานวน
ลักษณะเฉพาะลงจะทําใหตัวจําแนกประเภทสามารถทํางานไดดียิ่งขึ้น 

 



44 

 

ตารางที่ 5.2 คาเฉลี่ย F-measure ชุดขอมูลที่ 1 เว็บเพจ WebKB 

ความถี่เอกสาร  
(Document Frequency) 

จํานวน 
ลักษณะเฉพาะ 

คาเฉลีย่ F-measure (%) 

SVM C4.5 RBF 

λ ≥ 0 12,722 93.19 89.57 74.06 

λ ≥ 5 1,666 92.68 89.22 72.42 

λ ≥ 10 812 90.98 89.50 67.96 

λ ≥ 15 511 90.98 89.50 67.96 

λ ≥ 20 357 91.57 85.22 63.91 

λ ≥ 25 262 91.53 84.90 65.55 

λ ≥ 30 187 89.10 86.23 67.08 

λ ≥ 35 144 88.78 88.06 65.04 

λ ≥ 40 120 88.75 88.08 62.39 

λ ≥ 45 102 88.44 88.74 62.62 

λ ≥ 50 88 89.56 87.56 63.33 
 
ตารางที่ 5.3 คาเฉลี่ย F-measure ชุดขอมูลที่ 2 เว็บเพจขาวเว็บไซต Yahoo 

ความถี่เอกสาร (Document 
Frequency) 

จํานวน 
ลักษณะเฉพาะ 

คาเฉลีย่ F-measure (%) 

SVM C4.5 RBF 

λ ≥ 0 9,608 100.00 99.60 92.95 

λ ≥ 5 2,285 100.00 99.60 96.82 

λ ≥ 10 1,364 100.00 99.60 99.22 

λ ≥ 15 1,019 100.00 99.60 99.60 

λ ≥ 20 803 100.00 99.60 100.00 

λ ≥ 25 691 100.00 99.60 100.00 

λ ≥ 30 617 100.00 99.60 100.00 

λ ≥ 35 565 100.00 99.60 100.00 

λ ≥ 40 533 100.00 99.60 100.00 

λ ≥ 45 511 100.00 99.60 100.00 

λ ≥ 50 492 100.00 99.60 100.00 
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ภาพประกอบ 5.2 คาเฉลี่ย F-measure ชุดขอมูลที่ 1 WebKB 

 

 
 

ภาพประกอบ 5.3 คาเฉลี่ย F-measure ชุดขอมูลที่ 2 เว็บเพจขาวกฬีา เว็บไซต Yahoo 
 
 



46 

 

5.3 การทดลองโดยใชวิธีการใหคะแนนเสียงจากมัลติคลาสซัพพอรตเวกเตอร    
แมชชีน 

  การทดลองการจําแนกเว็บเพจโดยใชวิธีการใหคะแนนเสียงจากมัลติคลาส    
ซัพพอรตเวกเตอรแมชชีน (Web Page Classification using A novel Voting Algorithm of 
Multi-class SVM: WPC_VAMSVM) ประกอบดวยขั้นตอนทั้งหมด 4 ขั้นตอนดังภาพประกอบ 
3.1 (บทที่ 3) ขั้นตอนที่ 1 คือ การเตรียมขอมูลเว็บเพจ ขั้นตอนที่ 2 คือการสรางลักษณะเฉพาะ 
ขั้นตอนที่ 3 การลดขนาดลักษณะเฉพาะ ขั้นตอนที่ 4 การจําแนกประเภทและการใหคะแนนเสียง 
การทดลองไดใชเอกสารเว็บเพจจากชุดขอมูลมาตรฐาน CMU ประกอบดวยขอมูล 7 ประเภท 
ไดแก 1) Material 2) Energy 3) Financial 4) Healthcare 5) Technology 6) Transportation 
36 และ 7) Utilities จํานวนคลาสละ 90 เว็บเพจ รวมจํานวน 630 เว็บเพจจาก 3,533 (เฉพาะ 
html) เว็บเพจ  จํานวนของลักษณะเฉพาะจากขอความมี 22,938 จํานวน และจํานวนของ
ลักษณะเฉพาะจากขอความมี 716 จํานวน หลังจากเลือกลักษณะเฉพาะดวย document 
frequency threshold จํานวนของลักษณะเฉพาะจากขอความมี 1,033 จํานวน และ จํานวนของ
ลักษณะเฉพาะจากขอความและหัวเรื่องมี 1,749 จํานวน การทดลองนี้ไดออกแบบรูปแบบการ
ทดลองที่ตางกัน ไดแก A, B, C และ D เพ่ือทดสอบกับวิธี 10-Fold Cross Validation ดังตาราง
ที่ 5.4 

ตารางที่ 5.4 รูปแบบการทดลองของ WPC_VAMSVM 

Exp. Experiment Name 
Feature SVM and Voting 

Text Only Text&Title 1vs1 1vsAll 
A TO_1vs1  ×  × 
B TO_1vsAll  × ×  
C TT_1vs1 ×   × 
D TT_1vsAll ×  ×  

 

ตารางที่ 5.5 คา F-measure (%) ของการทดลองรูปแบบ A: TO_1vs1 
No. 

Features 

1vs1 SVM Classification 1vs1_Voting 

RF IG CS GR RF&IG RF&CS RF&GR IG&GR IG&CS CS&GR 

100 89.10 86.50 87.79 79.61 91.15 92.73 91.91 87.36 89.05 87.65 
150 89.41 84.19 82.19 83.50 90.30 90.35 90.50 87.69 84.57 87.56 
200 88.92 85.75 84.81 82.41 89.22 89.08 87.69 85.57 85.73 84.02 
250 87.31 85.13 85.14 85.13 87.81 87.63 87.81 85.11 85.14 85.43 
300 87.49 84.67 84.67 84.67 87.15 87.15 87.15 84.67 84.67 84.67 
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ตารางที่ 5.5 คา F-measure (%) ของการทดลองรูปแบบ A: TO_1vs1 (ตอ) 

No. 
Features 

1vs1 SVM Classification 1vs1_Voting 

RF IG CS GR RF&IG RF&CS RF&GR IG&GR IG&CS CS&GR 

350 86.16 83.41 83.41 83.41 85.83 85.83 85.83 83.41 83.41 83.41 
400 86.80 81.59 81.59 81.59 84.61 84.61 84.61 81.59 81.59 81.59 
all 80.16 80.16 80.16 80.16 80.16 80.16 80.16 80.16 80.16 80.16 

 
ตารางที่ 5.6 คา F-measure (%) ของการทดลองรูปแบบ B: TO_1vsAll 

No. 
Features 

1vsAll SVM Classification 1vsAll_Voting 

RF IG CS GR RF&IG RF&CS RF&GR IG&GR IG&CS CS&GR 

100 91.44 86.50 87.50 80.14 91.44 92.37 89.34 84.78 87.01 86.49 
150 91.28 85.43 83.49 83.13 91.28 91.89 90.48 87.41 86.82 87.07 
200 91.13 87.18 88.45 84.81 92.72 92.72 92.87 87.97 87.65 88.26 
250 90.82 88.29 87.02 87.81 91.46 91.63 91.61 87.97 87.98 87.97 
300 91.28 88.15 88.15 88.15 91.80 91.80 91.80 88.15 88.15 88.15 
350 90.67 86.56 86.56 86.56 91.78 91.78 91.78 86.56 86.56 86.56 
400 89.89 84.15 84.15 84.15 89.91 89.91 89.91 84.15 84.15 84.15 
all 86.23 86.23 86.23 86.23 86.23 86.23 86.23 86.23  86.23  86.23

 

ตารางที่ 5.7 คา F-measure (%) ของการทดลองรูปแบบ C: TT_1vs1 

No. 
Features 

1vs1 SVM Classification 1vs1_Voting 

RF IG CS GR RF&IG RF&CS RF&GR IG&GR IG&CS CS&GR 

100 90.35 87.00 87.46 77.09 91.63 92.73 90.52 88.10 88.57 88.43 
150 89.70 84.35 87.27 81.32 90.22 91.31 91.30 89.22 86.65 89.10 
200 89.21 84.76 84.76 81.07 90.82 91.16 90.62 86.67 85.23 86.64 
250 89.06 86.24 85.45 83.58 90.36 90.23 90.05 86.60 86.36 86.75 
300 88.29 85.29 85.12 83.60 88.13 87.66 88.99 85.17 85.44 85.01 
350 87.99 84.97 85.72 84.78 88.47 88.31 88.47 85.12 86.08 85.42 
400 88.46 84.05 83.53 84.47 86.74 87.96 87.35 84.68 85.43 85.13 
all 81.57 81.57 81.57 81.57 81.57 81.57 81.57 81.57 81.57 81.57 
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ตารางที่ 5.8 คา F-measure (%) ของการทดลองรูปแบบ D: TT_1vsAll 

No. 
Features 

1vsAll SVM 
Classification 

1vsAll_Voting 

RF IG CS GR RF&IG RF&CS RF&GR IG&GR IG&CS CS&GR 

100 93.04 86.85 86.87 77.32 93.35 93.01 91.13 87.95 87.80 88.40 
150 91.77 86.06 86.04 80.61 92.56 92.68 90.01 87.79 88.12 87.46 
200 92.07 86.71 87.15 81.84 92.87 93.17 92.37 88.20 87.00 89.00 
250 91.30 89.87 88.43 85.91 93.98 93.18 92.23 89.72 89.57 88.30 
300 90.78 88.47 87.51 87.06 93.18 93.18 93.19 88.48 88.63 88.64 
350 90.81 88.12 87.97 87.97 93.03 92.41 92.40 88.77 88.76 87.81 
400 90.79 88.77 87.84 87.51 92.09 91.78 92.25 88.46 89.24 87.97 
all 87.22 87.22 87.22 87.22 87.22 87.22 87.22 87.22 87.22 87.22 

  สามารถสรุปประเด็นการทดลองได 4 ประเด็นดังตอไปน้ี 

1) ประเด็นของการเลือกวิธีในการลดขนาดลักษณะเฉพาะ 

การลดขนาดลักษณะดวยวธิี RF ใหคา F-measure ที่สูงที่สุดเม่ือเทียบกับวิธ ี
IG, CS และ GR. ผลการทดลองที่ลักษณะเฉพาะจํานวน 100  

สําหรับผลการทดลอง A ในตารางที่ 5.5 และภาพประกอบ 5.4 พบวา RF ให
คา F-measure คือ 89.10% ขณะที ่IG ใหคา F-measure คือ 86.50%, CS  ใหคา F-measure 
คือ 87.79% และ GR ใหคา F-measure คือ 79.61% 

สําหรับผลการทดลอง B ในตารางที่ 5.6 และภาพประกอบ 5.5 พบวา RF ให
คา F-measure สูงที่สุด คือ 91.44% 

สําหรับผลการทดลอง C ในตารางที่ 5.7 และภาพประกอบ 5.6 พบวา RF ให
คา F-measure สูงที่สุด คือ 90.35%  

สําหรับผลการทดลอง D ในตารางที่ 5.8 และภาพประกอบ 5.7 พบวา RF ให
คา F-measure สูงที่สุด คือ 93.04%. 
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ภาพประกอบ 5.4 คา F-measure วิธีการเลือกลักษณะแบบตาง ๆ ของการทดลอง A 
 
 

75

77

79

81

83

85

87

89

91

93

100 150 200 250 300 350 400 all
Number of Features

F-
m

ea
su

re
 (%

)

B (1vsAll SVM RF)
B (1vsAll SVM IG)
B (1vsAll SVM CS)
B (1vsAll SVM GR)

 
\ 

 

ภาพประกอบ 5.5 คา F-measure วิธีการเลือกลักษณะแบบตาง ๆ ของการทดลอง B 
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ภาพประกอบ 5.6 คา F-measure วิธีการเลือกลักษณะแบบตาง ๆ ของการทดลอง C 
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ภาพประกอบ 5.7 คา F-measure วิธีการเลือกลักษณะแบบตาง ๆ ของการทดลอง D 
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2) ประเด็นของการเลือกวิธีมัลติคลาสของซัพพอรตเวกเตอรแมชชีน 

การเลือกวธิีมัลติคลาสแบบ 1vsAll ใหคา F-measure ที่สูงกวาแบบ 1vs1  
สําหรับผลการทดลองโดยการเลือกลักษณะเฉพาะแบบ RF ที่จํานวน

ลักษณะเฉพาะ 100 แสดงดังภาพ ประกอบ 5.8 เม่ือพิจารณาลักษณะเฉพาะจากขอความ
เทานั้น พบวาคา F-measure ของ 1vsAll (การทดลอง B ตารางที่ 5.6) คือ 91.44% ขณะที่ 
1vs1 (การทดลอง A ตารางที่ 5.5) มีคา F-measure คือ 89.10% เทานั้น และเม่ือพิจารณา
ลักษณะเฉพาะจากขอความและหัวเรื่อง พบวาคา F-measure ของ 1vsAll (การทดลอง D 
ตารางที่ 5.8) ใหคา F-measure ที่สูงกวาคือ 93.04% ขณะที่ 1vs1 (การทดลอง C ตารางที่ 
5.7) มีคา F-measure คือ 90.35% เทานั้น  

สําหรับผลการทดลองโดยการเลือกลักษณะเฉพาะแบบ IG ที่จํานวน
ลักษณะเฉพาะ 150 แสดงดังภาพประกอบ 5.9 เม่ือพิจารณาลักษณะเฉพาะจากขอความเทานั้น 
พบวาคา F-measure ของ 1vsAll (การทดลอง B ตารางที่ 5.6) คือ 85.43% ขณะที่ 1vs1 (การ
ทดลอง A ตารางที่ 5.5) มีคา F-measure คือ 84.19% เทานั้น และเม่ือพิจารณาลักษณะเฉพาะ
จากขอความและหัวเรื่อง พบวาคา F-measure ของ 1vsAll (การทดลอง D ตารางที่ 5.8) ให
คาที่สูงกวาคือ 86.06% ขณะที่ 1vs1 (การทดลอง C ตารางที่ 5.7) มีคา F-measure คือ 
84.35% เทานั้น 

สําหรับผลการทดลองโดยการเลือกลักษณะเฉพาะแบบ CS ที่จํานวน
ลักษณะเฉพาะ 200 แสดงดังภาพประกอบ 5.10 เม่ือพิจารณาลักษณะเฉพาะจากขอความ
เทานั้น พบวา คา  F-measure ของ 1vsAll (การทดลอง B ตารางที่ 5.6) คือ 88.45% ขณะที่ 
1vs1 (การทดลอง A ตารางที่ 5.5) มีคา F-measure คือ 84.81% เทานั้น และเม่ือพิจารณา
ลักษณะเฉพาะจากขอความและหัวเรื่อง พบวาคา F-measure ของ 1vsAll (การทดลอง D 
ตารางที่ 5.8) ใหคาที่สูงกวาคือ 87.15% ขณะที่ 1vs1 (การทดลอง C ตารางที่ 5.7) มีคา        
F-measure คือ 84.76% เทานั้น  

สําหรับผลการทดลองโดยการเลือกลักษณะเฉพาะแบบ GR ที่จํานวน
ลักษณะเฉพาะ 200 แสดงดังภาพประกอบ 5.11 เม่ือพิจารณาลักษณะเฉพาะจากขอความ
เทานั้น พบวา คา F-measure ของ 1vsAll (การทดลอง B ตารางที่ 5.6) คือ 84.81% ขณะที่ 
1vs1 (การทดลอง A ตารางที่ 5.5) มีคา F-measure คือ 82.41% เทานั้น และเม่ือพิจารณา
ลักษณะเฉพาะจากขอความและหัวเรื่อง พบวาคา F-measure ของ 1vsAll (การทดลอง D 
ตารางที่ 5.8) ใหคาที่สูงกวาคือ 81.84% ขณะที่ 1vs1 (การทดลอง C ตารางที่ 5.7) มีคา        
F-measure คือ 81.07% เทานั้น 
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ภาพประกอบ 5.8 คา F-measure ของการทดลอง เม่ือใชการลดขนาดลักษณะเฉพาะแบบ RF 
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ภาพประกอบ 5.9 คา F-measure ของการทดลอง เม่ือใชการลดขนาดลักษณะเฉพาะแบบ IG 

 
 

76
78
80
82
84
86
88
90

100 150 200 250 300 350 400 all
Number of Features

F-
m

ea
su

re
 (%

)

D (1vsAll SVM CS) C (1vs1 SVM CS)
B (1vsAll SVM CS) A (1vs1 SVM CS)

 

ภาพประกอบ 5.10 คา F-measure ของการทดลอง เม่ือใชการลดขนาดลักษณะเฉพาะแบบ CS 
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ภาพประกอบ 5.11 คา F-measure ของการทดลอง เม่ือใชการลดขนาดลักษณะเฉพาะแบบ GR 
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3) ประเด็นของอัลกอริทึมการใหคะแนนเสียง 

3.1) อัลกอริทึมการใหคะแนนเสียงระหวาง RF และ IG 

สําหรับประสิทธิภาพของอัลกอริทึม 1vs1_Voting พบวา 1vs1_Voting ให
คา F-measure ที่สูงกวาใชการจําแนกประเภทดวย SVM เพียงวิธีเดียว (1vs1 SVM 
classification) คือ 

• สําหรับผลการทดลอง A ตารางที่ 5.5 แสดงดังภาพประกอบ 5.12 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vs1_Voting ระหวาง RF และ IG มีคา F-measure ที่สูง
กวาคือ 87.81% ขณะที่ 1vs1 SVM ของ RF มีคา F-measure คือ 87.31% และ IG มีคา       
F-measure คือ 85.13%  

• สําหรับผลการทดลอง C ตารางที่ 5.7 แสดงดังภาพประกอบ 5.14 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vs1_Voting ระหวาง RF และ IG ใหคา F-measure ที่สูง
กวาคือ 90.36% ขณะที่ 1vs1 SVM ของ RF มีคา F-measure คือ 89.06% และ IG มีคา       
F-measure คือ 86.24%  

สําหรับประสิทธิภาพของอัลกอริทึม 1vsAll_Voting พบวา 1vsAll_Voting 
ใหคา F-measure ที่สูงกวาใชการจําแนกประเภทดวย SVM เพียงวิธีเดียว (1vsAll SVM 
classification) คือ 

• สําหรับผลการทดลอง B ตารางที่ 5.6 แสดงดังภาพประกอบ 5.13 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vsAll_Voting ระหวาง RF และ IG มีคา F-measure ที่สูง
กวาคือ 91.46% ขณะที่ 1vsAll SVM ของ RF มีคา F-measure คือ 90.82% และ IG มีคา      
F-measure คือ 88.29%  

• สําหรับผลการทดลอง D ตารางที่ 5.8 แสดงดังภาพประกอบ 5.15 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vsAll_Voting ระหวาง RF และ IG มีคา F-measure ที่สูง
กวาคือ 93.98% ขณะที่ 1vsAll SVM ของ RF มีคา F-measure คือ 91.30% และ IG มีคา     
F-measure คือ 89.87% 
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ภาพประกอบ 5.12 คา F-measure อัลกอริทึมการใหคะแนนเสียง RF และ IG การทดลอง A 
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ภาพประกอบ 5.13 คา F-measure อัลกอริทึมการใหคะแนนเสียง RF และ IG การทดลอง B 
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ภาพประกอบ 5.14 คา F-measure อัลกอริทึมการใหคะแนนเสียง RF และ IG การทดลอง C 
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ภาพประกอบ 5.15 คา F-measure อัลกอริทึมการใหคะแนนเสียง RF และ IG การทดลอง D 
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3.2) อัลกอริทึมการใหคะแนนเสียงระหวาง RF และ CS 

สําหรับประสิทธิภาพของอัลกอริทึม 1vs1_Voting พบวา 1vs1_Voting ให
คา F-measure ที่สูงกวาใชการจําแนกประเภทดวย SVM เพียงวิธีเดียว (1vs1 SVM 
classification) คือ 

• สําหรับผลการทดลอง A ตารางที่ 5.5 แสดงดังภาพประกอบ 5.16 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vs1_Voting ระหวาง RF และ CS มีคา F-measure ที่สูง
กวาคือ 87.63% ขณะที่ 1vs1 SVM ของ RF มีคา F-measure คือ 87.31% และ CS มีคา       
F-measure คือ 85.14%  

• สําหรับผลการทดลอง C ตารางที่ 5.7 แสดงดังภาพประกอบ 5.18 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vs1_Voting ระหวาง RF และ CS มีคา F-measure ที่สูง
กวาคือ 90.23% ขณะที่ 1vs1 SVM ของ RF มีคา F-measure คือ 89.06% และ CS มีคา      
F-measure คือ 85.45%  

สําหรับประสิทธิภาพของอัลกอริทึม 1vsAll_Voting พบวา 1vsAll_Voting 
ใหคา F-measure ที่สูงกวาใชการจําแนกประเภทดวย SVM เพียงวิธีเดียว (1vsAll SVM 
classification) คือ 

• สําหรับผลการทดลอง B ตารางที่ 5.6 แสดงดังภาพประกอบ 5.17 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vsAll_Voting ระหวาง RF และ CS ใหคา F-measure ที่
สูงกวาคือ 91.63% ขณะที่ 1vsAll SVM ของ RF มีคา F-measure คือ 90.82% และ CS มีคา 
F-measure คือ 87.02% 

• สําหรับผลการทดลอง D ตารางที่ 5.8 แสดงดังภาพประกอบ 5.19 
ที่จํานวนลักษณะเฉพาะ 250  พบวา 1vsAll_Voting ระหวาง RF และ CS ใหคา F-measure ที่
สูงกวาคือ 93.18% ขณะที่ 1vsAll SVM ของ RF มีคา F-measure คือ 91.30% และ CS มีคา 
F-measure คือ 88.43% 
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ภาพประกอบ 5.16 คา F-measure อัลกอริทึมการใหคะแนนเสียง RF และ CS การทดลอง A 
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ภาพประกอบ 5.17 คา F-measure อัลกอริทึมการใหคะแนนเสียง RF และ CS การทดลอง B 
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ภาพประกอบ 5.18 คา F-measure อัลกอริทึมการใหคะแนนเสียง RF และ CS การทดลอง C 
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ภาพประกอบ 5.19 คา F-measure อัลกอริทึมการใหคะแนนเสียง RF และ CS การทดลอง D 
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3.3) อัลกอริทึมการใหคะแนนเสียงระหวาง RF และ GR 

สําหรับประสิทธิภาพของอัลกอริทึม 1vs1_Voting พบวา 1vs1_Voting ให
คา F-measure ที่สูงกวาใชการจําแนกประเภทดวย SVM เพียงวิธีเดียว (1vs1 SVM 
classification) คือ 

• สําหรับผลการทดลอง A ตารางที่ 5.5 แสดงดังภาพประกอบ 5.20 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vs1_Voting ระหวาง RF และ GR มีคา F-measure ที่สูง
กวาคือ 87.81% ขณะที่ 1vs1 SVM ของ RF มีคา F-measure คือ 87.31% และ GR มีคา     
F-measure คือ 85.13% 

• สําหรับผลการทดลอง C ตารางที่ 5.7 แสดงดังภาพประกอบ 5.22 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vs1_Voting ระหวาง RF และ GR มีคา F-measure ที่สูง
กวาคือ 90.05% ขณะที่ 1vs1 SVM ของ RF มีคา F-measure คือ 89.06% และ GR มีคา     
F-measure คือ 83.58%  

สําหรับประสิทธิภาพของอัลกอริทึม 1vsAll_Voting พบวา 1vsAll_Voting 
ใหคา F-measure ที่สูงกวาใชการจําแนกประเภทดวย SVM เพียงวิธีเดียว (1vsAll SVM 
classification) คือ  

• สําหรับผลการทดลอง B ตารางที่ 5.6 แสดงดังภาพประกอบ 5.21 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vsAll_Voting ระหวาง RF และ GR ใหคา F-measure ที่
สูงกวาคือ 91.61% ขณะที่ 1vsAll SVM ของ RF มีคา F-measure คือ 90.82% และ GR มีคา 
F-measure คือ 87.81% 

• สําหรับผลการทดลอง D ตารางที่ 5.8 แสดงดังภาพประกอบ 5.23 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vsAll_Voting ระหวาง RF และ GR ใหคา F-measure ที่
สูงกวาคือ 92.23% ขณะที่ 1vsAll SVM ของ RF มีคา F-measure คือ 91.30% และ GR มีคา 
F-measure คือ 85.91% 
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ภาพประกอบ 5.20 คา F-measure อัลกอริทึมการใหคะแนนเสียง RF และ GR การทดลอง A 
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ภาพประกอบ 5.21 คา F-measure อัลกอริทึมการใหคะแนนเสียง RF และ GR การทดลอง B 
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ภาพประกอบ 5.22 คา F-measure อัลกอริทึมการใหคะแนนเสียง RF และ GR การทดลอง C 
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ภาพประกอบ 5.23 คา F-measure อัลกอริทึมการใหคะแนนเสียง RF และ GR การทดลอง D 
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3.4) อัลกอริทึมการใหคะแนนเสียงระหวาง IG และ GR 

สําหรับประสิทธิภาพของอัลกอริทึม 1vs1_Voting พบวา 1vs1_Voting ให
คา F-measure ที่สูงกวาใชการจําแนกประเภทดวย SVM เพียงวิธีเดียว (1vs1 SVM 
classification) คือ  

• สําหรับผลการทดลอง A ตารางที่ 5.5 แสดงดังภาพประกอบ 5.24 
ที่จํานวนลักษณะเฉพาะ 150 พบวา 1vs1_Voting ระหวาง IG และ GR มีคา F-measure ที่สูง
กวาคือ 87.69% ขณะที่ 1vs1 SVM ของ IG มีคา F-measure คือ 84.19% และ GR มีคา      
F-measure คือ 83.50% 

• สําหรับผลการทดลอง C ตารางที่ 5.7 แสดงดังภาพประกอบ 5.26 
ที่จํานวนลักษณะเฉพาะ 150 พบวา 1vs1_Voting ระหวาง IG และ GR มีคา F-measure ที่สูง
กวาคือ 89.22% ขณะที่ 1vs1 SVM ของ IG มีคา F-measure คือ 84.35% และ GR มีคา      
F-measure คือ 81.32%  

สําหรับประสิทธิภาพของอัลกอริทึม 1vsAll_Voting พบวา 1vsAll_Voting 
ใหคา F-measure สูงกวาใชการจําแนกประเภทดวย SVM เพียงวิธีเดียว (1vsAll SVM 
classification) คือ  

• สําหรับผลการทดลอง B ตารางที่ 5.6 แสดงดังภาพประกอบ 5.25 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vsAll_Voting ระหวาง IG และ GR มีคา F-measure ที่สูง
กวาคือ 87.41% ขณะที่ 1vsAll SVM ของ IG มีคา F-measure คือ 85.43% และ GR มีคา     
F-measure คือ 83.13% 

• สําหรับผลการทดลอง D ตารางที่ 5.8 แสดงดังภาพประกอบ 5.27 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vsAll_Voting ระหวาง IG และ GR มีคา F-measure ที่สูง
กวาคือ 87.79% ขณะที่ 1vsAll SVM ของ IG มีคา F-measure คือ 86.06% และ GR มีคา     
F-measure คือ 80.61% 
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ภาพประกอบ 5.24 คา F-measure อัลกอริทึมการใหคะแนนเสียง IG และ GR การทดลอง A 
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ภาพประกอบ 5.25 คา F-measure อัลกอริทึมการใหคะแนนเสียง IG และ GR การทดลอง B 
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ภาพประกอบ 5.26 คา F-measure อัลกอริทึมการใหคะแนนเสียง IG และ GR การทดลอง C 
 
 

77

79

81

83

85

87

89

91

93

100 150 200 250 300 350 400 all
Number of Features

F-
M

ea
su

re
 (%

)

D (1vsAll_Voting IG&GR)
D (1vsAll SVM IG)
D (1vsAll SVM GR)

 
 

ภาพประกอบ 5.27 คา F-measure อัลกอริทึมการใหคะแนนเสียง IG และ GR การทดลอง D 
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3.5) อัลกอริทึมการใหคะแนนเสียงระหวาง IG และ CS 

สําหรับประสิทธิภาพของอัลกอริทึม 1vs1_Voting พบวา 1vs1_Voting ให
คา F-measure ที่สูงกวาใชการจําแนกประเภทดวย SVM เพียงวิธีเดียว (1vs1 SVM 
classification) คือ  

• สําหรับผลการทดลอง A ตารางที่ 5.5 แสดงดังภาพประกอบ 5.28 
ที่จํานวนลักษณะเฉพาะ 150 พบวา 1vs1_Voting ระหวาง IG และ CS มีคา F-measure ที่สูง
กวาคือ 84.57% ขณะที่ 1vs1 SVM ของ IG มีคา F-measure คือ 84.19% และ CS มีคา       
F-measure คือ 82.19%  

• สําหรับผลการทดลอง C ตารางที่ 5.7 แสดงดังภาพประกอบ 5.30 
ที่จํานวนลักษณะเฉพาะ 150 พบวา 1vs1_Voting ระหวาง IG และ CS มีคา F-measure ที่สูง
กวาคือ 86.65% ขณะที่ 1vs1 SVM ของ IG มีคา F-measure คือ 84.35% และ CS มีคา       
F-measure คือ 86.27%  

สําหรับประสิทธิภาพของอัลกอริทึม 1vsAll_Voting พบวา 1vsAll_Voting 
ใหคา F-measure ที่สูงกวาใชการจําแนกประเภทดวย SVM เพียงวิธีเดียว (1vsAll SVM 
classification) คือ  

• สําหรับผลการทดลอง B ตารางที่ 5.6 แสดงดังภาพประกอบ 5.29 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vsAll_Voting ระหวาง IG และ CS ใหคา F-measure ที่
สูงกวาคือ 86.82% ขณะที่ 1vsAll SVM ของ IG มีคา F-measure คือ 85.43% และ CS มีคา   
F-measure คือ 83.49% 

• สําหรับผลการทดลอง D ตารางที่ 5.8 แสดงดังภาพประกอบ 5.31 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vsAll_Voting ระหวาง IG และ CS ใหคา F-measure ที่
สูงกวาคือ 88.12% ขณะที่ 1vsAll SVM ของ IG มีคา F-measure คือ 86.06% และ CS มีคา   
F-measure คือ 86.04%  
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ภาพประกอบ 5.28 คา F-measure อัลกอริทึมการใหคะแนนเสียง IG และ CS การทดลอง A 
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ภาพประกอบ 5.29 คา F-measure อัลกอริทึมการใหคะแนนเสียง IG และ CS การทดลอง B 
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ภาพประกอบ 5.30 คา F-measure อัลกอริทึมการใหคะแนนเสียง IG และ CS การทดลอง C 
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ภาพประกอบ 5.31 คา F-measure อัลกอริทึมการใหคะแนนเสียง IG และ CS การทดลอง D 
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3.6) อัลกอริทึมการใหคะแนนเสียงระหวาง CS และ GR 

สําหรับประสิทธิภาพของอัลกอริทึม 1vs1_Voting พบวา 1vs1_Voting ให
คา F-measure ที่สูงกวาใชการจําแนกประเภทดวย SVM เพียงวิธีเดียว (1vs1 SVM 
classification) คือ  

• สําหรับผลการทดลอง A ตารางที่ 5.5 แสดงดังภาพประกอบ 5.32 
ที่จํานวนลักษณะเฉพาะ 150 พบวา 1vs1_Voting ระหวาง CS และ GR มีคา F-measure ที่สูง
กวาคือ 87.56% ขณะที่ 1vs1 SVM ของ CS มีคา F-measure คือ 82.19% และ GR มีคา     
F-measure คือ 83.50% 

• สําหรับผลการทดลอง C ตารางที่ 5.7 แสดงดังภาพประกอบ 5.34 
ที่จํานวนลักษณะเฉพาะ 150 พบวา 1vs1_Voting ระหวาง CS และ GR มีคา F-measure ที่สูง
กวาคือ 89.10% ขณะที่ 1vs1 SVM ของ CS มีคา F-measure คือ 87.27% และ GR มีคา     
F-measure คือ 81.32%  

สําหรับประสิทธิภาพของอัลกอริทึม 1vsAll_Voting พบวา 1vsAll_Voting 
ใหคา F-measure ที่สูงกวาใชการจําแนกประเภทดวย SVM เพียงวิธีเดียว (1vsAll SVM 
classification) คือ 

• สําหรับผลการทดลอง B ตารางที่ 5.6 แสดงดังภาพประกอบ 5.33 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vsAll_Voting ระหวาง CS และ GR มีคา F-measure ที่
สูงกวาคือ 87.07% ขณะที่ 1vsAll SVM ของ CS มีคา F-measure คือ 83.49% และ GR มีคา 
F-measure คือ 83.13% 

• สําหรับผลการทดลอง D ตารางที่ 5.8 แสดงดังภาพประกอบ 5.35 
ที่จํานวนลักษณะเฉพาะ 250 พบวา 1vsAll_Voting ระหวาง CS และ GR มีคา F-measure ที่
สูงกวาคือ 87.46% ขณะที่ 1vsAll SVM ของ CS มีคา F-measure คือ 86.04% และ GR มีคา 
F-measure คือ 80.61% 
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ภาพประกอบ 5.32 คา F-measure อัลกอริทึมการใหคะแนนเสียง CS และ GR การทดลอง A 
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ภาพประกอบ 5.33 คา F-measure อัลกอริทึมการใหคะแนนเสียง CS และ GR การทดลอง B 
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ภาพประกอบ 5.34 คา F-measure อัลกอริทึมการใหคะแนนเสียง CS และ GR การทดลอง C 
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ภาพประกอบ 5.35 คา F-measure อัลกอริทึมการใหคะแนนเสียง CS และ GR การทดลอง D 
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4) ประเด็นการเปรียบเทียบผลการทดลองของ  WPC_VAMSVM   

การทดลอง D ซ่ึงใชลักษณะเฉพาะจากขอความและหัวเรื่องกับอัลกอริทึม 
1vsAll_Voting ใหคา F-measure สูงที่สุด เม่ือเทียบกับการทดลองอื่น ๆ ซ่ึงไดแก การทดลอง 
A ใชลักษณะเฉพาะจากขอความเทานั้นกับอัลกอริทึม 1vs1_Voting การทดลอง B ใช
ลักษณะเฉพาะจากขอความเทานั้นกับอัลกอริทึม 1vsAll_Voting การทดลอง C ใชลักษณะ 
เฉพาะจากขอความและหัวเรื่องกับอัลกอริทึม 1vs1_Voting ดังภาพประกอบ 5.36 ซ่ึงมี
รายละเอียดดังน้ี 

• ผลการทดลองสําหรับอัลกอริทึมการใหคะแนนเสียงระหวาง RF และ 
IG พบวาคา F-measure ของการทดลอง D ตารางที่ 5.8 ที่ลักษณะเฉพาะจํานวน 250 คือ 
93.98% ขณะที่การทดลอง A ตารางที่ 5.5 ที่ลักษณะเฉพาะจํานวน 250 มีคา F-measure คือ 
87.81% การทดลอง B ตารางที่ 5.6 ที่ลักษณะเฉพาะจํานวน 250 มีคา F-measure คือ 91.46% 
และการทดลอง C ตารางที่ 5.7 ที่ลักษณะเฉพาะจํานวน 250 มีคา F-measure คือ 90.36% 

• ผลการทดลองสําหรับอัลกอริทึมการใหคะแนนเสียงระหวาง RF และ 
CS พบวาคา F-measure ของการทดลอง D ตารางที่ 5.8 ที่ลักษณะเฉพาะจํานวน 250 คือ 
93.18% ขณะที่การทดลอง A ตารางที่ 5.5 ที่ลักษณะเฉพาะจํานวน 250 มีคา F-measure คือ 
87.63% การทดลอง B ตารางที่ 5.6 ที่ลักษณะเฉพาะจํานวน 250 มีคา F-measure คือ 91.63% 
และการทดลอง C ตารางที่ 5.7 ที่ลักษณะเฉพาะจํานวน 250 มีคา F-measure คือ 90.23% 

• ผลการทดลองสําหรับอัลกอริทึมการใหคะแนนเสียงระหวาง RF และ 
GR พบวาคา F-measure ของการทดลอง D ตารางที่ 5.8 ที่ลักษณะเฉพาะจํานวน 250 คือ 
92.23% ขณะที่ การทดลอง A ตารางที่ 5.5 ที่ลักษณะเฉพาะจํานวน 250 มีคา F-measure คือ 
87.81% การทดลอง B ตารางที่ 5.6 ที่ลักษณะเฉพาะจํานวน 250 มีคา F-measure คือ 91.61% 
และการทดลอง C ตารางที่ 5.7 ที่ลักษณะเฉพาะจํานวน 250 มีคา F-measure คือ 90.05% 

• ผลการทดลองสําหรับอัลกอริทึมการใหคะแนนเสียงระหวาง IG และ 
GR พบวาคา F-measure ของการทดลอง D คือ 89.72% ขณะที่ การทดลอง A มีคา           
F-measure คือ 85.11% การทดลอง B มีคา F-measure คือ 87.97% และการทดลอง C มีคา 
F-measure คือ 86.60% 

• ผลการทดลองสําหรับอัลกอริทึมการใหคะแนนเสียงระหวาง IG และ 
CS พบวาคา F-measure ของการทดลอง D คือ 89.57% ขณะที่ การทดลอง A มีคา            
F-measure คือ 85.14% การทดลอง B มีคา F-measure คือ 87.98% และการทดลอง C มีคา 
F-measure คือ 86.36% 

• ผลการทดลองสําหรับอัลกอริทึมการใหคะแนนเสียงระหวาง CS และ 
GR พบวาคา F-measure ของการทดลอง D มีคา F-measure คือ 88.30% ขณะที่ การทดลอง 
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A มีคา F-measure คือ 85.43% การทดลอง B มีคา F-measure คือ 87.97% และการทดลอง 
C มีคา F-measure คือ 86.75% 
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ภาพประกอบ 5.36 คา F-measure อัลกอริทึมการใหคะแนนเสียงที่ลักษณะเฉพาะจํานวน 250 



76 
 

บรรณานุกรม 
 
วัลลภ อินทรฉ่ํา, 2548. ระบบการจัดหมวดหมูเอกสารภาษาไทยอัตโนมัติโดยใช SVM รวมกับ

ประมวลผลภาษา. วิทยานิพนธวิศวกรรมศาสตรมหาบัณฑิต สาขาวิศวกรรม
คอม พิ ว เ ต อ ร  ภาควิ ช า วิ ศ ว ก ร รมคอมพิ ว เ ต อ ร  คณะวิ ศ ว ก ร รมศ า สต ร 
มหาวิทยาลัยเกษตรศาสตร. 

Chen, J., and Huang R. 2004. Research of Web Classification Mining Based on RBF 
Neural Network. Control Automation Robotics and Vision Conference 2004 
(ICARCV), pp. 1365- 1367. 

Data Mining Software in Java, The University of Waikato. 
http://www.cs.waikato.ac.nz/ml/weka/. 

Frakes, W. B., and Yates, R.B. 1992.   Information  retrieval  data  structure & algorithm 
        New Jersey: Prentice Hall. 
Ganchev, T.,  Zervas, P.,  Fakotakis,  N.,  and   Kokkinakis,   G. 2006.  Benchmarking    

feature  selection  techniques   on  the   speaker  verification  task. Proceedings  
of  the 5th International. Symposium on Communication systems, networks and 
digital signal processing, pp 314-318. 

Gunn, S. R. 1998. Support Vector Machines for Classification and Regression. 
University of Southampton. 

Huang, Y., McCullagh, PJ., and  Black, ND.  2004.  Feature selection   via   supervised  
        model construction.  Proceedings  of  the 4th IEEE  International  Conference  on  
        Data Mining (ICDM 2004), pp 411-414. 
Joachims T. 1997. A Probabilistic Analysis of The Rocchio Algorithm with TFIDF for 

Text  Categorization. Proceedings of ICML-97 International Conference On 
Machine Learning. 

Jujie, C., and Rongbing, J. 2004. Research of  Web  Classification   Mining  Based on 
RBF Neural Network. Proceedings of the 8th International Conference on Control, 
Automation, Robotics and Vision Kunming: China, pp. 1365-1367. 

Knerr, S., Personnaz, L., and Dreyfus G. 1990. Nurocosingle-layer learning revisited: A 
stepwise procedure for building and training a neural network, Springer. 

Koh, C.H., and Wong, L. 2007.  Recognition  of  polyadenylation sites from Arabidopsis  
        genomic sequences. Proceedings of the 18th  International Conference on 

Genome Informatics (GIW), pp 73—82. 



77 
 
Lan, W.H., and Frank, E. 2005. Data mining: Practical  machine  learning  tools   and 
        technique, 2nd Edition  Morgan Kaufman: San Francisco. 
Li, G. L., and Leong T. Y. 2005. Feature Selection for the Prediction of Translation 

Initiation Sites. Genomic, Proteomic and Bioinformatics. 3(2): 73-83. 
Porter, M. F., 1997. Algorithm for Suffix Stripping. Morgan Kaufmann Multimedia 

Information and Systems Series, pp. 313–316. 
Quinla, J. R. 1993. C.45: Programs for Machine Learning, San Mateo, CA: Morgan 

Kaufmann. 
Robnik-Sikonja, M., and Kononenko I. 2003. Theoretical and Empirical Analysis of 

ReliefF and RReliefF, Machine Learning 53(1-2):23.69. 
Rui, F., Alexander, M., and Babis, T., 2006. A Voting Method for the classification of 

Web Pages. IEEE/WIC/ACM International Conference on Web Intelligence and 
Intelligent Agent Technology Workshops, pp. 610-613. 

Rung-Ching, Chen, Chung-Hsun, Hsieh, 2006. Web Page Classification Based On A 
Support Vector Machine Using A Weighted Vote Schema. Expert Systems with 
Applications, vol. 31, pp. 427-435. 

Symeonidis, A.L., Nikolaidou, V.,  and Mitkas,  P.A. 2007.  Exploiting   data   mining 
        techniques for Improving the efficiency of a supply chain management agent. 
        Proceedings of the 2006 IEEE/WIC/ACM International conference on Web 
        Intelligence and Intelligent Agent Technology, pp 23-26. 
Text Extractor from Web page, Freeware, http://www.nirsoft.net/utils/htmlastext.html. 
Vapnik, V. 1998. Statistical learning theory, Wiley: NewYork. 
Vidulin, V. 2007. Lustrek M., Gams M., Training the Genre Classifier for Automatic 

Classification of Web Pages, ITI 2007 29th Internation Conference on Information 
Technology Interfaces, Cavtat, Croatia, pp. 93-98. 

WebKB,1999. Available: http://www.cs.cmu.edu/~WebKB/ (accessed 26/June/2008). 
Xin, J., Rongyan L., Xian S., and Rongfang B. 2007. Automatic Web Pages 

Categorization with ReliefF and Hidden Naive Bayes, Proceedings of the 2007 
ACM symposium on Applied computing: Seoul, Korea, pp. 617-621. 

Xue, W., Bao, H., W. Huang, and Y. Lu, 2006, Web Page Classification Based on SVM. 
Proceedings of the 6th World Congress on Intelligent Control and Automation: 
Dalian, China, pp. 6111-6114. 



78 
 
Xuhong, W., Jinhua, X. 2004. RBF Neural Network Based Predictive Control of Active 

Power Filter, TENCON 2004. 2004 IEEE Region 10 Conference, vol 4,           
pp.109-112. 

Yahoo Web Pages, 2008. Available: http://www.yahoo.com (accessed 2/July/2008). 



79 

 

 

 

 

 

 

 

 

ภาคผนวก 

 

 

 

 

 

 

 

 

 

 



80 

ภาคผนวก ก คูมือการใชงาน 

 

ก.1 การใชงานโปรแกรม HTMLAsText 

 

  โปรแกรม HTMLAsText (http://www.nirsoft.net/utils/htmlastext.html) เปน

ฟรีซอฟตแวรที่ใชสําหรับการสกัดขอความจากหนาเว็บเพจโดยสามารถเลือกชนิดของไฟล

นําเขาได 2 ชนิด คือ 1) สกัดเพียงเว็บเพจเดียว (Convert Single File) 2) สกัดหลายเว็บเพจ 

(Convert Multiple Files) สําหรับการทํางานจะตองระบุไฟลเว็บเพจตนทางที่ตองการสกัด

ขอความในชอง HTML Wildcard ซ่ึงสามารถระบุชนิดของไฟลได เชน *.html หมายถึง สกัด

ไฟลเว็บเพจที่มีชนิดเปน html เทานั้น และตองระบุไฟลปลายทางขอความที่สกัดไดในชอง Text 

Wildcard ซ่ึงสามารถระบุชนิดของไฟลได เชน *.txtหมายถึง ไฟลขอความที่สกัดไดจะมีชนิด

เปน txt (text) จากนั้นจึงกดปุม Convert เพ่ือใหโปรแกรมทํางาน 

 

 
ภาพประกอบ ก.1 โปรแกรม HTMLAsText 
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ก.2 การใชงาน Command Line Interface ใน WEKA-3-6 

 

โปรแกรม WEKA (Waikato Environment for Knowledge Analysis) 

(http://www.cs.waikato.ac.nz/ml/weka) เปนโปรแกรมที่ใชในงานดานการเรียนรูของเคร่ือง 

งานวิจัยน้ีไดใชแบบ Command Line User Interface สําหรับการลดขนาดลักษณะเฉพาะ  

 

 
ภาพประกอบ ก.2 แพคเกจ AttributeSelection 
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ในงานวิจัยน้ีไดใชเลือกใชแพคเกจ Attribute Selection ในการทํางานซึ่งแสดง

ตัวอยางการเรียกใช Attribute Selection ไดแก ReliefFAttributeEval, InfoGainAttributeEval, 

GainRatioAttributeEval และ ChiSquareAttributeEval แสดงดังภาพประกอบ ก.2 โดยมี

ตัวอยางการใชงานดังน้ี 

  การใชงานแบบคําสั่ง (Command Line) ใน WEKA มีวิธีการใชแตกตางจาก

การทํางานจาก User Interface โดยจะประกอบดวยพารามิเตอรที่ดังน้ี 

-S  คือ  เรียกใช class การจัดลําดับของลักษณะเฉพาะแบบ Ranker  

               จาก weka.attributeSelection.Ranker 

-N  คือ  จํานวนลักษณะเฉพาะที่ตองการ 

-E  คือ  เรียกใช class การลดแบบ GainRatioAttributeEval             

           จาก weka.attributeSelection.GainRatioAttributeEval 

-i  คือ  ไฟล Input 

-o  คือ  ไฟล Output 

 

ตัวอยางการใชคําสั่งสําหรับการกรองแอททริบวิมีดังน้ี 

java weka.filters.supervised.attribute.AttributeSelection -S "weka.attributeSelection.Ranker -N 50" 

-E "weka.attributeSelection.GainRatioAttributeEval" -i web.arff -o webFeature50.arff 

  

  ในที่น้ีจะลดขนาดลักษณะเฉพาะโดยใชเทคนิค GainRatioAttributeEval ใหมี

จํานวนลักษณะเฉพาะที่ตองการจํานวน 50 โดยมีไฟล input คือ web.arff และไฟล output คือ 

webFeature50.arff 
 

ก.3 การสรางสวนตดิตอระหวาง C#.Net กับ MATLAB 
 

สําหรับงานวิจัยน้ีไดใช MATLAB สําหรับสรางโปรแกรมในการของการจําแนก

ประเภทโดยตองเรียกการทํางานจากหนา user interface ของ C#.net เพ่ือใหสวนของ 

MATLAB ทํางานตามโปรแกรมที่ไดเขียนไว ซ่ึงมีวิธีการสรางสวนติดตอระหวางสองโปรแกรม

ขางตนดังน้ี 
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ก.3.1 เพ่ิมสวน Library ของ MATLAB เขาไปใน C#.net โดยเลือก Add 

Reference จากนั้นไปที่แทบ COM แลวเลือก Matlab Application (Version 7.4) Type Library 

 

 
ภาพประกอบ ก.3 แพคเกจ AttributeSelection 

 

ก.3.2 เขียนคําสั่งสําหรับการทํางานดังตัวอยางภาพประกอบ ก.4 บรรทัดที่ 1 

สราง object ขึ้นมาใหมสําหรับติดตอกับ MATLAB บรรทัดที่ 2 เขียนคําสั่งที่ใชในการทํางาน

ของ MATLAB บรรทัดที่ 3 หยุดการเชื่อมตอระหวาง C#.Net กับ MATLAB 

 

1: MLApp.MLAppClass matlab = new MLApp.MLAppClass(); 

2: result = matlab.Execute(command); //Command คือ คําส่ังในการทํางานกับ MATLAB 

3: matlab.Quit(); 

ภาพประกอบ ก.4 คําสั่งสําหรับเชื่อมตอการทํางานระหวาง C#.Net กับ MATLAB 
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ภาคผนวก ข 
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Web Page Classification Using Document Frequency and Support Vector Machine 
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 SVM  F-measure 
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Abstract

The increasing number of web pages on the cyber world 

results to the less effectiveness of document retrieval that matches the 

need of users.  The classification of web pages is one of the solutions to 

solve this problem.  This paper presents the classification of web pages 

by using Document Frequency from Term Frequency-Inverse 

Document Frequency (TF-IDF) to reduce the size of input features by 

using the document frequency values that have different threshold 

values.  The study examines web page documents from WebKB and 

sport news web page from Yahoo website. The experimental results 

show the comparisons on the effectiveness among Support Vector 

Machine (SVM), decision tree C4.5 and Radial Basic Function Neural 

Networks (RBFNN) which indicate that the proposed technique using 

SVM gives the best values of F-measure.

Keywords: Web Page Classification, Feature Reduction, Document 

Frequency, Support Vector Machine, C4.5, RBFNN 
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Document   Frequency and Support Vector Machine: WPC_DF_SVM) 
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 2 
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 3 

3.1.1  (Text Extraction)

 HTMLAsText [7] 
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1.2  (Stemming)  Porter 
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3.2  F-measure 
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 2  WPC_DF_SVM 

 3  Yahoo 

Rain delays start of men's quarters - Tennis - Yahoo! Sports Web Search * New 

User? * Sign Up * Sign In - Rain delayed five-times champion Roger Federer 

from starting his quarter-final against Mario Ancic at Wimbledon on Wednesday 

and the match got underway 58 minutes late just before 1300 GMT (9:00 a.m. 

EDT) on Centre Court.
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Linear Classification 

Illustration

Probability method

Network learning 

Linear Classifier

SVM

K-nn

Bayesian
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3.1.2  (Stemming)

 Porter [8] 

 (Suffix) 

 1  “Run” 

“Running”  “run” 

 1  Porter 

andy andi 

murray murrai 

Run run 

Running run 

3.1.3  (Stopping)

 “Stoplist”  “a”  “been” 

 “ago”  2

 2  (Stoplist Word) 

a been get least our

about before getting left ourselves

after being go less out

again between goes let over

ago but going like per

all by gone make put

also can gotten may same

3.2  2 

 3 

3.2.1  (Feature Extraction)  

 Term Frequency Table 

 3  4  play, tennis, win  knockout 

 Term Frequency  Document 

Frequency  3 TF (Term Frequency) 

“play”  1 (Doc
1
)  3 

 2 (Doc
2
)  4  3 

(Doc
3
)  0 DF

(Document Frequency) 

 “play”  2 

 1 (Doc
1
)  2 (Doc

2
)

 2  “tennis” 

 3  1  2 

 3  3 

 3  Term Frequency Table 

TF (Term Frequency) 

(Doc)

play tennis win knockout

Doc
1

3 5 0 1

Doc
2

4 2 0 1

Doc
3

0 1 3 1

DF

(Document Frequency)
2 3 1 3

3.2.2  (Feature Reduction) 

 (Document Frequency) 

 Threshold  Threshold ( )

 3  3  (Document Frequency) 

 (“play” = 2, “tennis” = 3, “win” = 1, “knockout” = 3) 

 2  “tennis”  “knockout” 

 “play”  “win” 

3.2.3  (Indexing)

 TF-IDF [9] TF (Term Frequency) 

 IDF (Inverse Document 

Frequency)

 (1) 

)/(log2 kk DFnIDF     (1) 

n  ( )  DF
k

k k = 1, …, m

m  3  

 n = 3 m = 4  TF-IDF  (2) 

kjkjk IDFTFW       (2)  

W
jk

 TF-IDF k j

j = 1, …, n n
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  TF-IDF 

 Document Word Matrix  4 

 4 Document Word Matrix 

(Web Page) 

 TF-IDF 

W
1

W
2

… W
m

Doc
1

W
11

 W
12

 … W
1m

Doc
2

W
21

 W
22

 … W
2m

… … … … …

Doc
n

W
n1

 W
n2

 … W
nm

3.3  3 

 2 

3.3.1  (Web Page Classification) 

 (Classifier) 3 

Support Vector Machine (SVM)  C4.5  RBF Neural 

Networks

3.3.1.1 Support Vector Machine (SVM) 

 SVM [10] 

 (x
i
, y

i
), …, (x

n
, y

n
)

n m y

 +1  -1  (3)

),(),...,,( nnii yxyx }1,1{, yRx m
   (3)     

2  (4) 

0)( bxw                        (4) 

w b  bias  (5) 

0)( bxw 1iy 0)( bxw 1iy   (5) 

 SVM  (Kernel Function)     

 Polynomial Kernel 

3.3.1.2  C4.5 

 C4.5 [11] 

 (Gain Ratio) 
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1
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2
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n
}

m
i
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 (Information Gain) M I(M)
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i
ii mPmPMI

1
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n
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i
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i
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t
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1
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 (Gain)  x  (8) 

Gain(x) = )()( T
x
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} n x

 (9) 

Split Information = 
T

t

T

t i
n

i

i
2

1

log                      (9) 

 (Gain Ratio) 

 (10) 

Gain Ratio = Gain – Split Information   (10) 

 Gain Ratio 

Gain Ratio 

3.3.1.3 Radial Basis Function Neural Networks (RBFNN) 

RBF Neural Networks [12, 13] 

(Input Layer)  (Hidden Layer)  (Output 

Layer)  5  (Gaussian Function) 

 (11) 

   

 5 RBF Neural Networks 

22
exp)(

j

j

j

Ecx
x nj ,...,2,1   (11) 

j    x

   c
j j
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n

j
jjc xwkiy
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n w
j

y

3.3.2

 5 

(Precision)  (Recall)  F (F-measure) 

 5 

C
i

TP
i

FP
i

FN
i

TN
i

i  Class (C) i  5 

TP
i
 (True Positive) C

i

 C
i

FP
i
 (Fasle Positive) C

i

C
i

FN
i
 (Fasle Negative) C

i

C
i

TN
i
 (True Negative) C

i

C
i
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i
)  (R

i
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i
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 F-measure 
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4.

4.1

 2 

 WebKB [14]  

 7  271 

8,282  1) Material  49  2) Energy 

39  3) Financial  21   4) Healthcare  43   

 5) Technology  45  6) Transportation 36 

 7) Utilities 38 

Yahoo [15] 

5  1) Boxing 2) Golf 3) Soccer 4) Tennis  5) Cycling 

 50  250 

 10-Fold Cross Validation  WEKA [16]

4.2

 2 

 3 

 WPC_DF_SVM  F-measure 

 (Class) 

 6  F-measure  1  WebKB 

(Document

Frequency)

 F-measure (%) 

SVM C4.5 RBF

0 12,722 93.19 89.57 74.06

5 1,666 92.68 89.22 72.42

10 812 90.98 89.50 67.96

15 511 90.98 89.50 67.96

20 357 91.57 85.22 63.91

25 262 91.53 84.90 65.55

30 187 89.10 86.23 67.08

35 144 88.78 88.06 65.04

40 120 88.75 88.08 62.39

45 102 88.44 88.74 62.62

50 88 89.56 87.56 63.33

4.2.1

 6  1 

 (Document Frequency)  Threshold ( )

0,  5, …,  50  12,722 

 88  7  2 

 9,608  492 
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 1 SVM  

 F-measure  93.19% 

 F-measure  88.44%  5% 

 2 SVM  F-measure 100% 

4.2.2

 3  1 WebKB 

 6  ( )  0  ( )

 50 SVM  F-measure 

C4.5  RBFNN  F-measure  2 

 Yahoo  7  (  0) SVM 

 100%  C4.5  99.6%  RBFNN 

92.95%  100%  20 

 7  F-measure  2  Yahoo 

(Document

Frequency)

 F-measure (%) 

SVM C4.5 RBF

 0 9,608 100.00 99.60 92.95

 5 2,285 100.00 99.60 96.82

 10 1,364 100.00 99.60 99.22

 15 1,019 100.00 99.60 99.60

 20 803 100.00 99.60 100.00

 25 691 100.00 99.60 100.00

 30 617 100.00 99.60 100.00

 35 565 100.00 99.60 100.00

 40 533 100.00 99.60 100.00

 45 511 100.00 99.60 100.00

 50 492 100.00 99.60 100.00

 6  F-measure  1 WebKB 

 7  F-measure  2  Yahoo 

5.

WPC_DF_SVM

 “Stoplist”  Term Frequency 

 Document Frequency 

 ( )

 SVM 

 1  12,722  (  0)  88 

(  50)  F-measure 

 2  9,608  (  0) 

492  (  50)  F-measure  100%

6.

 URL Title 

HTML tag 

7.
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Abstract—The increasing numbers of web pages on the cyber 
world result to the less effectiveness of document retrieval that 
matches the need of users. The classification of web pages is 
one of the solutions to solve this problem. This paper proposes 
VAMSVM_WPC model which is a novel voting algorithm for 
classifying the web pages, which uses a multi-class SVM 
method. First, feature is generated from text and title, and then 
reduces the number of features by two feature selection 
techniques. Use these two types of features to give input to 
multi-class SVM. Finally, on the output of SVM, a voting 
algorithm is used to determine the category of the web pages. 
Results on CMU benchmark dataset show that using text and 
title feature with 1vsAll_Voting Algorithm gives the highest      
F-measure value. 

 

Keywords-support vector machine; web page classification 
voting; feature selection. 

I.  INTRODUCTION 
The rapid development of information technology 

contributes to the developing of data, information, and 
knowledge into the form of web pages for the purposes of 
facilitating and speeding up of searching for users. In 
addition, when the number of web pages is increased, the 
efficiency does not match the need of users. One of solutions 
to answer this problem is web page classification. 

There are web page classifications using different kinds 
of classifiers. For example, Weimin and Aixin [1] used body, 
title, heading and meta text as feature by using SVM and 
Naive Bayesian classifier. The result shows that combination 
of these features with SVM classifier gives higher efficiency 
for web page classification system. Xin Jin et al. [2] used 
ReliefF, Information Gain, Gain ratio and Chi Square as 
feature selection technique for improving the web page 
classification performance. Rung-Ching and Chung-Hsun [3] 
proposed a web page classification method by using two 
types of features as inputs to SVM classification. The output 
of two SVM is used as inputs of voting schema to determine 
the category of the web page. The voting improves the 
performance when compares with the traditional methods. 
Rung Fang et al. [4] proposed a web page classification by 
using five classification methods. The output of these SVMs 
is used as inputs of voting method and picks the class with 
the most votes as the final classification result. This method 
improves the performance when compared with the 
individual classifiers.  

This paper contains of the following sections. Section II 
is the Support Vector Machine. Section III is a novel Voting 
Algorithm of Multi-Class SVM for Web Page Classification 
(VAMSVM_WPC) model. Section IV is experimental 
results and discussion. Section V is conclusion. 

II. SUPPORT VECTOR MACHINE 

A. Binary SVM Classification 
Support Vector Machine [5] is used to find a hyper plane 

to do binary division. Let (xi, yi), …, (xn, yn) be training 
samples,  n be the input dimension and y belongs to the class 
of +1 or -1. For a linearly problem, a hyper plane is divided 
into two categories by equation (1).  

0)( =+⋅ bxw                       (1) 
where w is weight and b is bias. The classification can be 
calculated in equation (2). 

⎩
⎨
⎧

<+⋅−
>+⋅+

=
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0)(1

bxwif
bxwif

y               (2) 

The example with the desired output y = +1 is called 
positive example and the example with the desired output      
y = -1 is called negative example. 

B. Multi-class Classification based on binary SVM 
1) One-vs-One (1vs1). A SVM for a pair of classes (k,m) 

is constructed using training examples belonging to the two 
classes only. The desired output y for a training example x 
can be calculated in equaltion (3). 
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=+=
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kcify
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1                       (3) 

The Maxwins strategy is used to determine the class of a test 
pattern x in this approach. In this strategy, a majority voting 
scheme is used. If the value of the discriminant function of 
the SVM for a pair of classes (k,m) is positive, then class k 
wins a vote. Otherwise, class m wins a vote. Outputs of 
SVMs are used to determine the number of votes won by 
each class. The class with maximum number of votes is 
assigned to the test pattern [6].  

2) One-vs-All (1vsAll). A test pattern x is classified by 
using the winner-takes-all decision strategy, the class with 
the maximum value of the discriminant function is assigned 
to it. All the training examples are used in constructing an 
SVM for a class. The SVM for class k is constructed using 
the set of training examples and their desired output,          



(xi ,yi). The desired output y for a training example x can be 
calculated in equation (4) [7]. 
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III. A NOVEL VOTING ALGORITHM OF MULTI-CLASS 
SVM FOR WEB PAGE CLASSIFICATION MODEL  

A novel Voting Algorithm of Multi-class SVM for Web 
Page Classification (VAMSVM_WPC) model composes of 
four steps as shows in Fig. 1. Step 1 is web page 
preprocessing. Step 2 is feature generation. Step 3 is feature 
selection. Step 4 is SVM classification and new voting 
technique. 

A. Step 1: Web Page Preprocesing 
This step composed of three processes as follows. 
1.1) Extracting text and title from web pages, the result 

will be the content and title of web page document without 
the parts of html, meta tag, picture, or multimedia. 

1.2) Stemming process, after receiving text and title 
from the web pages, take those words for Porter stemming 
algorithm [8] by modifying suffix in English such as words 
“Run” and “Running” will be modified to the same stem 
that is “run”. 

1.3) Stopping Process: Stopping is one of the important 
processes because some words are not needed for the 
analysis. Then such words should be eliminated to leave 
only significant words. These words are called “Stoplist” 
such as words “a”, “been”, “ago”, and etc.  

B. Step 2: Feature Generation 
2.1) Text Feature Generation.   

2.1.1 Take words from text to generate in the term 
document matrix as shows in Table I. 

2.1.2 Giving word weight value in the term 
document matrix by the TF-IDF method [9] when TF (Term 
Frequency) is the frequency of each word and IDF (Inverse 
Document Frequency) is the inverse part of document 
frequency value of each word. Wmn is the TF-IDF value of 
web page m of word n. 

2.1.3 Select terms that have the document frequency 
greater than the threshold value [10]. 

2.2) Title Feature Generation. 
2.2.1 Take words from title to generate in the term 

document matrix as shows in Table I.  
2.2.2 Giving word weight value by TF-IDF method. 

2.3) Combining both text features and title features. 

C. Step 3: Feature Selection 
After feature generation step, the feature is created into 

two features that are Leftfeature and Rightfeature. 
3.1) Select two feature selection techniques from  

ReliefF (RF) [11], Information Gain (IG) [12], Chi Square 
(CS) [13], and Gain Ratio (GR) [12]. 

3.2) Assign one technique to Leftfeature and the other 
technique to Rightfeature. 

Step 1: Web Page Preprocessing 
1.1 Extract text and title from web page. 
1.2 Porter Stemming Algorithm. 
1.3 Eliminate Stoplist words.

Step 2: Feature Generation 
2.1 Text Feature Generation.

2.1.1 Generate term document matrix from text. 
2.1.2 Weighting words by TF-IDF method. 
2.1.3 Select terms that have the document frequency greater than 

the threshold value. 
2.2 Title Feature Generation. 

2.2.1 Generate term document matrix from title. 
2.2.2 Weighting words by TF-IDF method. 

2.3 Combining both text features and title features. 
Step 3: Feature Selection 

3.1 Select two feature selection techniques from the follows.
• ReliefF feature selection. 
• Information Gain feature selection. 
• Chi Square feature selection. 
• Gain Ratio feature selection. 

3.2 Assign one technique to Leftfeature and the other technique to 
Rightfeature.

Step 4: SVM classification and new voting technique
4.1 Choose one of the classification strategy for Voting algorithm.

(a) One-vs-One (1vs1). 
• Classification both LeftFeature and RightFeature  using 1vs1 

SVM classification. 
• Recive predicted class using 1vs1_Voting algorithm as shows 

in Fig. 2. 
        (b) One-vs-All (1vsAll). 

• Classification both LeftFeature and RightFeature using 1vsAll 
SVM classification. 

• Recive predicted class using 1vsAll_Voting algorithm as 
shows in Fig. 3. 

4.2 Evaluate the classification results from F-measure technique.

Figure 1.  VAMSVM_WPC Model. 

TABLE I.  TERM DOCUMENT MATRIX 

Web Page Features 
Word1 Word2 … Wordn 

Web1 W11 W12 … W1n 
Web2 W21 W22 … W2n 

… … … … …
Webm Wm1 Wm2 … Wmn 

D. Step 4:  SVM classification and voting technique 
4.1) Both Leftfeature and Rightfeature from step 3 are 

sent to be classified by multi-class SVM that can choose 
1vs1 or 1vsAll strategy. After classification, the output of 
two classifications is sent to the input of voting algorithm 
for determining the category of the web pages. 

(a) One-vs-One (1vs1) 
• SVM classification, both Leftfeature and 

Rightfeature are classified by 1vs1 SVM method and 
received Leftclassifier and Rightclassifier. 

• The 1vs1_Voting algorithm will consider in two 
parts. Part 1 will consider the number of vote values from 
predicted class classification results both left side and right 
side. Part 2 will consider the summation weight value of the 
discriminant values of the SVM classification results. The 
voting algorithm shows in Fig. 2 (a). The example of 1vs1 
SVM classification outputs shows in Fig. 2 (b). In Fig. 2 (c) 
from the 1vs1_Voting algorithm, because the total numvote 
value (Part 1) for both C1 and C2 is equaled to 3, then we 
will consider the sum weight value (Part 2) of C1 = 1.78 is 
greater than C2 = 1.67. Therefore, the result will be C1. 



(b) One-vs-All (1vsAll) 
• SVM classification, both Leftfeature and 

Rightfeature are sent to be classified by 1vsAll SVM 
method and received Leftclassifier and Rightclassifier. 

• The 1vsAll_Voting algorithm will consider in three 
parts. Part 1 will consider the rank value of weight from 
predicted class classification results both left side and right 
side. Part 2 will consider the weight threshold value. Part 3 
will consider the weight value of the discriminant value of 
the SVM classification results. The 1vsAll_Voting 
algorithm shows in Fig. 3 (a). The example of 1vsAll SVM 
classification outputs show in Fig. 3 (b). In Fig. 3 (c) from 
the algorithm, the total rank value (Part 1) for both C1 and 
C2 is equaled to 5. Next step, we will consider the weight 
threshold value (Part 2), both C1 and C2 is equaled to 0, 
then we will consider the weight value (Part 3) of C2 = 5.9 
is greater than C1 = -1.24. Therefore, the result will be C2. 

 
Let i be the identical number of class i, where i = 1, …, n and n be the  
       number of classes. 
Let numvote_left and numvote_right be the number of vote on the   
       Leftclassifier and Rightclassifier, respectively. 
Let w_left and w_right be the number of summation of absolute   
discriminant value on the Leftclassifier and Rightclassifier, respectively. 
Input: numvote_left, numvote_right, w_left, w_right 
Ouput: i.name // a name of class i 
1:  For each class i do  // *** Part 1: Numvote value *** 
2:     total_numvotei = numvote_lefti + numvote_righti 
3:  End for 
4:  total_numvote_max = Max (all of total_numvotei) 
5:  If total_numvote_max have a single class then 
6:     Return class i.name where total_numvotei == total_numvote_max 
7:  Else                       //*** Part 2: Sum weight value *** 
8:     For each class i where total_numvotei  == total_numvote_max  do 
9:        total_ wi =  w_lefti + w_righti 
10:   End for 
11:   total_w_max = Max (all of total_ wi) 
12:   If total_w_max  have a single class then  
13:      Return class i.name where total_ wi == total_w_max 
14:   Else 
15:      Return one of class i.name where total_wi  == total_w_max 
16:   End if // total_w_max   
17: End if // total_numvote_max 

(a) 1vs1_Voting algorithm. 

1vs1 SVM classification 

Classifier Output value Class Predicted 
Class C1 C2 C3 

Leftclassifier number of vote 2 1 0 C1 
∑|discriminant value| 0.94 0.65 0 

Rightclassifier number of vote 1 2 0 C2 
∑|discriminant value| 0.84 1.02 0 

(b) Example of 1vs1 SVM classification. 

1vs1_Voting algorithm 

Part Variable Class Voted 
Class C1,i=1 C2,i=2 C3,i=3 

Part 1: 
Numvote 
value 

numvote_left 2 1 0  
numvote_right 1 2 0  
total_numvote 3 3 0 C1,C2 

Part 2: 
Sum weight 
value 

w_left 0.94 0.65   
w_right 0.84 1.02   
total_w 1.78 1.67  C1 

(c) Output example of 1vs1_Voting algorithm. 

Figure 2.  One-vs-One (1vs1). 

 

4.2) Evaluate the classification results from F-measure 
technique. 
Let i be the identical number of class i, where i = 1, …, n and n be the   
       number of classes. 
Let w_left and w_right be the number of discriminant value on the   
       Leftclassifier and Rightclassifier, respectively. 
Input: w_left, w_right 
Ouput: i.name // a name of class i                                      
1:   For each class i, rank w_left in descending order, then assign it to  
      rank_ lefti          // *** Part 1: Rank value *** 
2:   For each class i, rank w_right in descending order, then assign it to  
      rank_right i 
3:   For each class i do 
4:       total_ranki = rank_left i + rank_right i 
5:   End for               
6:   total_rank_max = Max (all of total_ranki) 
7:   If total_rank_max have a single class then 
8:       Return class i.name where total_ranki == total_rank_max 
9:   Else                  // *** Part 2: Weight threshold value ***     
10:     For each class i where total_ranki == total_rank_max do 
11:           If w_lefti >= 0 then 
12:                  E_ left i  = 1   
13:           Else  
14:                  E_ left i  = -1 
15:           End if 
16:           If w_right i >= 0 then 
17:                  E _right i  = 1  
18:           Else  
19:                  E _right i  = -1 
20:           End if 
21:           total_Ei  = E_ left i + E _right i 
22:     End for 
23:     total_E_max  = Max (all of total_Ei) 
24:     If total_E_max  have a single class then  
25:           Return class i.name where total_Ei   == total_E_max 
26:     Else            // *** Part 3: Weight value ***      
27:           For each class i where total_Ei  == total_E_max do 
28:               total_wi =  w_left i + w_right i 
29:           End for 
30:           total_w_max = Max (all of total_ wi)  
31:           If total_w_max  have a single class then 
32:               Return class i.name where total_wi  == total_w_max   
33:           Else 
34:               Return one of class i.name where total_wi  == total_w_max   
35:           End if // total_w_max   
36:     End if // total_E_max   
37: End if // total_rank_max 

(a) 1vsAll_Voting algorithm. 

1vsAll SVM classification

Classifier Output value Class Predicted 
Class C1 C2 C3 

Leftclassifier discriminant value 0.65 -0.94 -1.90 C1 
Rightclassifier discriminant value -1.89 6.84 -4.19 C2 

(b) Example of 1vsAll SVM classification. 

1vsAll_Voting algorithm 

Part Variable Class Voted 
Class C1,i=1 C2,i=2 C3,i=3 

Part 1: Rank 
value 

rank_left 3 2 1  
rank_right 2 3 1  
total_rank 5 5 2 C1,C2 

Part 2: Weight 
threshold value 

E_ left 1 -1   
E _right -1 1   
total_E 0 0  C1,C2 

Part 3: Weight 
value 

w_left 0.65 -0.94   
w_right -1.89 6.84   
total_w -1.24 5.9  C2 

(c) Output example of 1vsAll_Voting algorithm. 

Figure 3.  One-vs-All (1vsAll). 



IV. EXPERIMENTAL RESULTS AND DISCUSSION 
The experiment uses benchmark dataset of web page 

document from CMU Industry Sector [14] which is a 
collection of web pages from various economic sectors. We 
use 630 web pages from 3,533 html web pages with             
7 classes that are energy, financial, healthcare, materials, 
technology, transportation, and utilities. Each class has 90 
web pages. After web page preprocessing step, the number 
of text features is 22,938 and the number of title features is 
716. After document frequency threshold, the number of 
text features is 1,033, and the number of text and title 
features is 1,749. 

We use four different experimental methods (A, B, C, 
and D) to evaluate the performance of 10-fold cross 
validations as shows in Table II. Choosing feature selection 
technique with RF, IG, CS and GR. The numbers of feature 
after feature selection are 100, 150, 200, 250 300, 350, 400, 
and all. The results of model A, B, C, and D show as Table 
III, IV, V, and VI, respectively. There are 4 issues to 
consider that are 1) choosing feature selection technique,   
2) the multi-class SVM strategy, 3) Voting algorithm 
compare with individual classification, and 4) Comparison 
of the Proposed VAMSVM_WPC.      

TABLE II.  EXPERIMENTAL DESIGN 

Exp. Experiment 
Name 

Feature SVM and Voting 
Text Only Text&Title 1vs1 1vsAll 

A TO_1vs1  ×  × 
B TO_1vsAll  × ×  
C TT_1vs1 ×   × 
D TT_1vsAll ×  ×  

TABLE III.  THE PERCENTAGE OF F-MEASURE VALUE OF A: TO_1VS1 

No. 
Features 

1vs1 SVM Classification 1vs1_Voting 
RF IG CS GR RF&IG RF&CS RF&GR 

100 89.10 86.50 87.79 79.61 91.15 92.73 91.91 
150 89.41 84.19 82.19 83.50 90.30 90.35 90.50 
200 88.92 85.75 84.81 82.41 89.22 89.08 87.69 
250 87.31 85.13 85.14 85.13 87.81 87.63 87.81 
300 87.49 84.67 84.67 84.67 87.15 87.15 87.15 
350 86.16 83.41 83.41 83.41 85.83 85.83 85.83 
400 86.80 81.59 81.59 81.59 84.61 84.61 84.61 
all 80.16 80.16 80.16 80.16 80.16 80.16 80.16 

TABLE IV.  THE PERCENTAGE OF F-MEASURE VALUE OF B: TO_1VSALL 

No. 
Features 

1vsAll SVM Classification 1vsAll_Voting 
RF IG CS GR RF&IG RF&CS RF&GR 

100 91.44 86.50 87.50 80.14 91.44 92.37 89.34 
150 91.28 85.43 83.49 83.13 91.28 91.89 90.48 
200 91.13 87.18 88.45 84.81 92.72 92.72 92.87 
250 90.82 88.29 87.02 87.81 91.46 91.63 91.61 
300 91.28 88.15 88.15 88.15 91.80 91.80 91.80 
350 90.67 86.56 86.56 86.56 91.78 91.78 91.78 
400 89.89 84.15 84.15 84.15 89.91 89.91 89.91 
all 86.23 86.23 86.23 86.23 86.23 86.23 86.23 

TABLE V.  THE PERCENTAGE OF F-MEASURE VALUE OF C: TT_1VS1 

No. 
Features 

1vs1 SVM Classification 1vs1_Voting 
RF IG CS GR RF&IG RF&CS RF&GR 

100 90.35 87.00 87.46 77.09 91.63 92.73 90.52 
150 89.70 84.35 87.27 81.32 90.22 91.31 91.30 
200 89.21 84.76 84.76 81.07 90.82 91.16 90.62 
250 89.06 86.24 85.45 83.58 90.36 90.23 90.05 
300 88.29 85.29 85.12 83.60 88.13 87.66 88.99 
350 87.99 84.97 85.72 84.78 88.47 88.31 88.47 
400 88.46 84.05 83.53 84.47 86.74 87.96 87.35 
all 81.57 81.57 81.57 81.57 81.57 81.57 81.57 

TABLE VI.  THE PERCENTAGE OF F-MEASURE VALUE OF D: TT_1VSALL 

No. 
Features 

1vsAll SVM Classification 1vsAll_Voting 
RF IG CS GR RF&IG RF&CS RF&GR 

100 93.04 86.85 86.87 77.32 93.35 93.01 91.13 
150 91.77 86.06 86.04 80.61 92.56 92.68 90.01 
200 92.07 86.71 87.15 81.84 92.87 93.17 92.37 
250 91.30 89.87 88.43 85.91 93.98 93.18 92.23 
300 90.78 88.47 87.51 87.06 93.18 93.18 93.19 
350 90.81 88.12 87.97 87.97 93.03 92.41 92.40 
400 90.79 88.77 87.84 87.51 92.09 91.78 92.25 
all 87.22 87.22 87.22 87.22 87.22 87.22 87.22 

A. Issue of Choosing Feature Selection Technique 
RF feature selection technique gives highest F-measure 

value when compares with IG, CS, and GR. For example, at 
100 features, 1) on exp. A, the study shows in Fig. 4 (a), RF 
gives the highest F-measure value at 89.10% while IG is 
86.50%, CS  is 87.79%, and GR is 79.61%, 2) on exp. B, 
the study shows in Fig. 4 (b), RF gives the highest              
F-measure value at 91.44%, 3) on exp. C, the study as 
shows in Fig. 4 (c), RF gives the highest F-measure value at 
90.35% and 4) on exp. D, the study as shows in Fig. 4 (d), 
RF gives the highest F-measure value at 93.04%. 

B. Issue of the Multi-Class SVM strategy  
1vsAll SVM strategy gives higher F-measure value than 

1vs1 SVM strategy. The study shows in Fig. 5. For 
example, at 100 features with RF, 1) on text only, the         
F-measure value of 1vsAll SVM strategy (exp. B)          
gives higher F-measure value at 91.44% when 1vs1 SVM 
strategy (exp. A) is only 89.10%, 2) on text and title, the     
F-measure value of 1vsAll strategy (exp. D) gives higher    
F-measure value at 93.04% when 1vs1 strategy (exp. C) is 
only 90.35%. 
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(a) Experiment A. 
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(b) Experiment B. 
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(c) Experiment C. 
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(d) Experiment D. 

Figure 4.  The F-measure value of the SVM classification with              
RF, IG, CS, and GR feature selction techniques. 
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Figure 5.  The F-measure value of the SVM classification with ReliefF 

feature selection technique. 
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(a) 1vs1_Voting algorithm. 
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(b) 1vsAll_Voting algorithm. 

Figure 6.  The F-measure value of the voting algorithm of RF and IG. 
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Figure 7.  The F-measure value of the voting algorithm at 250 features. 

C. Issue of Voting algorithm compare with individual 
classification 

Since RF gave the highest performance among other 
feature selection techniques. Therefore, we use RF for the 
Leftclassifier and other techniques to Rightclassifier. 

Performance of 1vs1_Voting algorithm, 1vs1_Voting 
algorithm gives higher F-measure value than individual 
classification (1vs1 SVM classification). For example, at 
250 features, 1) on exp. C, the study shows in Fig. 6 (a), 
1vs1_Voting algorithm of RF and IG gives higher F-measue 
value at 90.36% when 1vs1 SVM classification with RF is 
89.06% and IG is 86.24%, 2) on exp. A, 1vs1_Voting 
algorithm of RF and IG gives higher F-measue value at 
87.81% when 1vs1 SVM classification with RF is 87.31% 
and IG is 85.13%. 

Performance of 1vsAll_Voting algorithm, 1vsAll_Voting 
algorithm gives higher F-measure value than individual 
classification (1vsAll SVM classification). For example at 
250 features, 1) on exp. D, the study as shows in Fig. 6 (b), 
1vsAll_Voting algorithm of RF and IG gives higher           
F-measue at 93.98% when 1vsAll SVM classification     
with RF is 91.30% and IG is 89.87%, 2) on exp. B, 
1vsAll_Voting algorithm of RF and IG gives higher F-
measue at 91.46% when 1vsAll SVM classification with RF 
is 90.82% and IG is 88.29%. 

D. Issue of Comparison of the Proposed VAMSVM_WPC   
Using text and title features with 1vsAll_Voting 

algorithm (exp. D) gives the highest F-measure value when 
compares with using text only with 1vs1_Voting algorithm 
(exp. A), using text only with 1vsAll_Voting algorithm 
(exp. B), using text and title features with 1vs1_Voting 
algorithm (exp. C). The study at 250 features shows in     
Fig. 7. For example, 1) on the voting algorithm of RF and 
IG, the F-measure value of exp. D is 93.98% while exp. A is 
87.81%, exp. B is 91.46%, and exp. C is 90.36%, 2) on the 
voting algorithm of RF and CS, the F-measure value of   
exp. D is 93.18% while exp. A is 87.63%, exp. B is 91.63%, 

and exp. C is 90.23%, 3) on the voting algorithm of RF and 
GR. The F-measure value of exp. D is 92.23% while exp. A 
is 87.81%, exp. B is 91.61%, and exp. C is 90.05%. 

V. CONCLUSION 
This paper presents voting algorithm from multi-class 

SVM for web page classification. The experimental results 
concluded as following. 1) Using ReliefF feature selection 
technique gives the highest F-measure value when compares 
with Information Gain, Chi Square, and Gain Ratio.           
2) On multi-class SVM, 1vsAll SVM strategy gives higher            
F-measure value than 1vs1 SVM strategy 3) voting 
algorithm gives higher F-measure value than the individual 
classification. 4) Using text and title features with 
1vsAll_Voting algorithm gives the highest F-measure value. 
Hence, the VAMSVM_WPC can improve the efficiency of 
the traditional web page classification methods.  
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